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Resumo

Daniela Gonzalez Favero. Segmentacio de tumores em imagens de ressonancia
magnética 3D. Monografia (Bacharelado). Instituto de Matematica e Estatistica, Univer-
sidade de Sao Paulo, Sio Paulo, 2022.

Os avancos em imagens médicas requerem o desenvolvimento de métodos que melhorem a acuracia
nos resultados da analise de imagem. Ferramentas automatizadas para deteccdo de anomalias e anotacéo
das amostras obtidas tém se tornado altamente demandadas. Este trabalho tem como objetivo aplicar visdo
computacional ao dominio de imagens médicas. A partir de imagens de ressonancia magnética do cérebro
adquiridas clinicamente, é possivel treinar os algoritmos com dados e produzir classes de segmentacédo para
a deteccio de tumores. Assim, é possivel compreender melhor a mudanca e evolucdo de estruturas cerebrais
e possiveis patologias, de modo a gerar diagnésticos e analises tumorais. O desafio se encontra no formato
dos dados, que por muitas vezes sdo ruidosos, ambiguos, escassos e temporalmente esparsos. Além disso, se
pretende obter um detector aplicavel a mais de uma regifo do cérebro. Finalmente, o projeto deve cobrir o

estudo de ressonancias magnéticas pediatricas.

Palavras-chave: Aprendizado Profundo. Segmentagdo Semantica. Imagens de Ressonéncia Magnética

Cerebrais.






Abstract

Daniela Gonzalez Favero. Tumor segmentation of MRI scans. Capstone Project Report
(Bachelor). Institute of Mathematics and Statistics, University of Sdo Paulo, Sdo Paulo,

2022.

The advances in medical imaging require the development of methods that improve the accuracy of
the results of image analysis. Automated tools for anomaly detection and sample annotation have been
highly demanded. This project’s goal is to apply computer vision to the medical imaging domain. From
clinically acquired magnetic resonance brain images, it is possible to train the algorithms with data and
produce segmentation classes for tumor detection. The challenge lies in the data format, which is often
noisy, ambiguous, scarce, and temporally sparse. Furthermore, it is intended to obtain a detector that is
applicable to more than a single brain region. Finally, the project should cover the study of pediatric magnetic

resonances.

Keywords: Deep Learning. Semantic Segmentation. Brain MRIs.
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Capitulo 1

Introducao

1.1 Motivacao

O estudo de imagens de ressonincia magnética (ou MRI, do inglés “Magnetic Resonance
Imaging”) é essencial para compreender o desenvolvimento cerebral de fetos e criancas,
além da possivel manifestacdo de patologias em diversas regides do cérebro em pacientes
de todas as idades. No entanto, a anotacdo dessas imagens feita por radiologistas se mostra
custosa e frequentemente ambigua, de modo que a possibilidade de automatizagao desta
tarefa é interessante para tais estudos clinicos. As demandas médicas incluem localizacdo
e segmentacao das regides de interesse, além da rotulagao de patologias nessas estruturas
(DespoTOVIC et al., 2015).

Uma das regides de interesse sao as células gliais, que sdo responsaveis pelo suporte
dos neuronios e funcionamento saudavel do sistema nervoso. Os gliomas, tumores que
atacam essas células, sdo uma das patologias cerebrais mais comuns. Esses tumores podem
ter diferentes graus de agressividade, progndstico variavel e varias sub-regides histologicas
heterogéneas. Essa heterogeneidade intrinseca dos gliomas também impacta nos atributos
das imagens obtidas (como aparéncia e formato), refletindo as propriedades biologicas
variaveis dos tumores. Por conta dessa aparéncia e forma altamente heterogéneas, a seg-
mentac¢ido de tumores cerebrais em MRIs multimodais é uma das tarefas mais desafiadoras
em analise de imagens médicas.

Ha um crescimento na literatura de algoritmos computacionais abordando essa impor-
tante tarefa. Atualmente, datasets para desenvolver e testar tais algoritmos sao limitados.
Por isso, o desafio BraTS (Multimodal Brain Tumor Segmentation) de 2019' (MENZE et al,
2014; BaxAs, REYES et al., 2018; BAKAS, AKBARI et al., 2017), que faz parte da conferéncia
anual da MICCAI Society? (organiza¢io profissional de Medical Image Computing and
Computer Assisted Interventions), disponibilizou um dataset amplo com defini¢des das sub-
regides relevantes de tumores. As peculiaridades deste conjunto de dados serdo detalhadas
na Subsecdo 4.1.1.

! https://www.med.upenn.edu/cbica/brats2019/tasks.html

2 http://www.miccai.org
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1 | INTRODUGCAO

Outra tarefa interessante ¢ a de segmentar MRIs de fetos. Isso porque doencgas con-
génitas sdo uma das principais causas de mortalidade neonatal. Assim, a utilizacdo de
ressonancia magnética para imagens de fetos tém se tornado uma ferramenta util para
quando as imagens de ultrassom nao séo claras o suficiente para o diagnostico. Em especial,
MRIs cerebrais de feto tém se mostrado importantes para a detec¢do de doencas como
lissencefalia e anomalias no corpo caloso (CARDENAS et al., 2020).

A morfologia cerebral dos fetos pode se modificar de forma complexa e rapida, por isso
cresce a importancia de se obter segmentacgio de estruturas especificas mais rapidamente.
Clinicamente, é relevante estudar formato e volume de estruturas como o cortex, cerebelo,
tronco cerebral, substincia branca e os espagos que contém liquido cefalorraquidiano.
MRIs dessas regides podem revelar diversas patologias e doencas congénitas.

Parte do desafio em segmentar as MRIs fetais consiste no fato das estruturas serem
distintas do cérebro de um adulto, além das dificeis condigdes de obtencao das imagens:
os fetos ndo sdo sedados no momento da captura, entdo as MRIs costumam ter artefatos
de movimento ou borrdes. Apesar dessas imagens serem submetidas a processamentos
que remove parte dos artefatos, nem sempre é possivel remové-los por completo. Também
ha a questao de escassez: existem poucos conjuntos de dados de MRIs fetais, ainda mais
abertas. A partir disto, o desafio FETA® de 2021, também parte da MICCAI, disponibilizou
um dataset com MRIs de fetos, anotados como saudaveis ou patoldgicos. Esse conjunto de
dados sera melhor descrito na Subsecao 4.1.2.

A partir dos datasets, se inicia o desafio do processamento dessas MRIs. A segmen-
tacdo de imagens utilizando aprendizado profundo é majoritariamente feita a partir da
arquitetura de Redes Neurais Convolucionais (CNNs) (Kr1zHEVSKY et al., 2012), que sdo
redes neurais compostas por camadas de entrada, camadas hidden e camadas de saida,
das quais algumas camadas sdo convolucionais. Na segmentacao de tumores, CNNs sdo
utilizadas para fazer rotulacao densa, ou seja, para determinar uma classe por voxel da
imagem. Para que o aprendizado computacional seja efetivo, é necessaria uma quantia
consideravel de dados de entrada para treinamento e teste. No entanto, no contexto médico,
a obtencdo das MRIs nao é simples e nem realizada em grandes quantidades. Pelo fato dos
dados precisarem de rotulagdes por profissionais altamente especializados, a aquisi¢ao das
imagens e avaliagdo do resultados, feita por um grupo limitado de neuro-radiologistas,
podem adicionar complexidade a tarefa.

Outro desafio computacional a ser enfrentado, é o fato de que o projeto se encaixa no
cenario small-data, portanto apresenta conjuntos de dados limitados, porém legiveis por
seres humanos (ao contrario de big-data). Essa escassez de dados exige especificidade dos
modelos construidos, e uma melhor compreensao do dataset em questéo. Ja sob o ponto de
vista da dimensionalidade dos dados, é importante ressaltar que as MRIs sdo imagens 3D, o
que aumenta a complexidade do processamento computacional, e faz surgir a necessidade
de modelos que lidem com a tridimensionalidade e obtenham o aprendizado mais preciso
possivel a partir delas.

Os desafios computacionais apontados e a demanda da neuro-oncologia sdo os maiores
motivadores deste projeto. Sera particularmente interessante atender a essas importantes

% https://feta-2021.grand-challenge.org/
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1.2 | OBJETIVOS

necessidades clinicas, e facilitar o acompanhamento de tumores em pacientes pediatricos
sem que sejam necessarias anotagcdes manuais para a analise das MRIs obtidas.

1.2 Objetivos

O objetivo geral deste projeto é o desenvolvimento de algoritmos de segmentagio de
tumores e de regides que apresentem condicdes patolégicas em ressonancias magnéti-
cas.

Dentro do escopo do objetivo geral, este projeto visa alcancar os seguintes objetivos
especificos

1. Analisar os conjuntos de dados a serem utilizados, compreendendo suas peculiarida-
des e seus impactos na construcido dos modelos de segmentacio;

2. Desenvolver e aplicar arquiteturas de redes neurais sobre as MRIs;
3. Medir a acuracia dos modelos desenvolvidos, comparando os resultados;

4. Investigar a generalizacao das arquiteturas: entender o quao util é estender modelos
aplicaveis ao dataset do BraTS para as imagens do FeTA.

1.3 Organizacao do trabalho

No capitulo 2 desta monografia, sera desenvolvida uma contextualizacdo dos conceitos
de segmentacdo automatica de imagens utilizando redes neurais. No préximo capitulo, o
3°, sera descrito a pipeline da metodologia desenvolvida para o treinamento e validagio
dos modelos. No capitulo 4, ha uma apresentagdo dos resultados obtidos e suas anélises.
Finalmente, no ultimo capitulo, o 5°, serdo expostas as conclusdes finais sobre os resultados
obtidos e o trabalho em geral.






Capitulo 2

Conceitos sobre Segmentacao de
Imagens

O campo de analise de imagens cresceu rapidamente nas ultimas décadas. Assim, o
problema de segmentar regides em imagens e atribuir significado a essas regides aparece
com alta frequéncia. No contexto de imagens médicas, a segmentacido de drgios e regides
de interesse vem ganhado importancia. Inicialmente, eram utilizados métodos classicos de
segmentacao (oriundos da teoria de processamento de imagens) adaptados com técnicas
de aprendizado de maquina nédo-supervisionado. Esses métodos, conhecidos como algo-
ritmos de shallow learning, utilizam algoritmos baseados em regides de contexto (POHLE
e ToENNIES, 2001) ou clusterizacdo (DHANACHANDRA et al., 2015), por exemplo. Posteri-
ormente, outros algoritmos de shallow learning passaram a ser amplamente utilizados,
principalmente com a popularizacdo do machine learning. Algoritmos de aprendizado de
maquina supervisionado como feature extraction passam a ser aplicados nesse tipo de
tarefa (BOUGACHA et al., 2018; HAaTaMmI et al., 2019; W. CHEN et al., 2017).

De um modo geral, algoritmos de machine learning funcionam buscando se aproximar
de uma fungio alvo que mapeia os dados de entrada aos dados de saida. A estimativa é
dada a partir de um vetor de pesos que, combinado aos dados de entrada, gera um vetor de
saida proximo das saidas esperadas (obtidas pela fun¢éo alvo). A medida de proximidade
entre os dados de saida originais e a saida obtida pelo algoritmo é definida por func¢éo
de perda que, especialmente em algoritmos de regresséo linear, é utilizada para avancar
iterativamente no espaco de busca e otimizar a solucao.

Esses métodos classicos acabam gerando diversos problemas tais como processamen-
tos locais, geralmente envolvendo features muito rasos, além de generalidade e falta de
informacdo semantica. A partir disto, surgem abordagens de aprendizado profundo para
a rotulacdo densa (ou seja, atribuicdo de um roétulo por pixel na imagem). A tarefa de
segmentacdo entdo passa a ser submetida a uma rede neural, que consiste em varias
camadas de no6s interligados. Esses nds serao determinados a partir do problema a ser
resolvido, e serdo especificados a seguir.

Os algoritmos de redes neurais nascem com os MultiLayer Perceptrons (MLPs), utili-
zando o algoritmo Perceptron (o pioneiro em aprendizado de maquina) como n6 da rede



2 | CONCEITOS SOBRE SEGMENTACAO DE IMAGENS

(LECuN et al, 1998). Um n6 Perceptron busca atualizar seu vetor de pesos de modo a se
aproximar da solucéo, vetor de pesos este definido pelos nos de saida da camada anterior e
no6s da camada atual. Assim, o nimero de pesos a se considerar em uma camada i é dado
pelo nimero de neurénios da camada i — 1 vezes o nimero de neurdnios da camada i. Ao
aplicar uma rede neural a uma imagem de dimensdes N x M, é necessario analisar cada pixel
(ou seja, a primeira camada recebe NM entradas) e rotular cada pixel (da mesma forma,
a ultima camada tem NM saidas). Isso requer N*M? pesos na rede, o que custaria muito
espaco e tempo para o algoritmo obter resultados satisfatorios em imagens de tamanho
médio.

2.1 Redes Neurais Convolucionais

E a partir dessa ineficiéncia das MLPs que surge a necessidade de um neurénio com
menor numero de parametros em redes neurais para imagens. A partir do fato de que
convolucdes podem ser usadas para armazenar informacéo visual, constroi-se a ideia de
utilizar convolucdes nos nos da rede. Convolucdes sdo operacdes que medem a seme-
lhancga entre dois sinais, ou seja, para uma imagem elas podem armazenar informacéo
espacial.

Dada uma imagem f(-) de dimensdes X x Y e um kernel h(-) de dimensdes N x M, a
convolugao 2D é dada por

N-

_

1

f(x, y) * h(x,y) = N

> f(n mh(x - n,y - m), (2.1)

M-1
m=0

n=
parax=0,1,....,X-1ey=0,1,...,Y - 1.

As respostas geradas por convolucdes serdo mais fortes nas areas das imagens que
tiverem maior similaridade com o contetdo do kernel, tornando-se um bom parametro
para a extracdo de informagdes das imagens analisadas. Além disso, o uso de convolucdes
em redes neurais para imagens permite que o nimero de parametros seja definido apenas
pelos tamanhos dos kernels, e ndo pelas dimensdes da imagem. Entdo, surgem as Redes
Neurais Convolucionais (CNNs) (KrizHEVSKY et al., 2012), que funcionam otimizando os
pesos do kernel convolucional.

Das possiveis camadas utilizadas em CNNs, as mais comuns sdo as camadas convolu-
cionais, as camadas de pooling e as camadas totalmente conectadas (MLPs). As camadas
de pooling (LECUN et al., 1998) aplicam uma determinada operaciao sobre uma imagem
para diminuir sua resolugéo, recebendo como parametro um field of view F e um stride
S. F define o tamanho do intervalo sobre o qual a operacéo sera aplicada, e S é o passo
da aplicacdo. As operacdes de pooling costumam ser de média ou maximo, sendo essa
conhecida como max-pooling.

Camadas de convolugao transposta (DUMOULIN e VISIN, 2016) também costumam ser
utilizadas para modificar a resolucdo das imagens. Ao contrario do pooling, a convolucdo
transposta aumenta a resolugao dos volumes (realiza up-sampling). Essa operagao é feita por
meio da aplicacdo da transformacao linear definida pela matriz transposta da convolucgéo
sobre a imagem.



2.2 | O TREINAMENTO DA REDE

Outra peca importante para as camadas de uma CNN sdo as funcgdes de ativacdo. Essas
funcdes mapeiam o resultado das operagdes realizadas na camada (como as convolucdes)
para a saida. A funcao de ativacdo mais utilizada em aprendizado profundo para imagens
é a ReLU (Rectified Linear Unit) (GLOROT et al., 2011), que é definida como a parte positiva
de seu argumento:

f(x) = max (0, x), (2.2)

sendo x um neuronio, dado estritamente por um nimero real. Essa funcéo de ativagao evita
que fendmenos como o problema vanishing gradient tornando a propagacao de gradiente
mais eficiente. O vanishing gradient ocorre em redes que utilizam backpropagation (como
as arquiteturas Encoder-Decoder, que serdo melhor explicadas na Se¢do 3.1), quando o
gradiente calculado por cada camada diminui drasticamente na propagacao backward,
de modo a tornar o erro muito pequeno e atrapalhar o desempenho de aprendizado nas
camadas finais.

A ReLU se mostra vantajosa em relacdo a outras funcdes de ativagio (como a sigmoide
e a tangente hiperbolica), a medida em que evita problemas como a saturacéo, que leva
os valores de entrada para os extremos do intervalo delimitado pela funcéo, e a falta de
sensibilidade: outras funcdes costumam ser sensiveis apenas a mudangas ao redor do ponto
médio do seu intervalo de entrada. Ambos os fendmenos diminuem capacidade de ajuste
dos pesos conforme a rede é executada.

2.2 O Treinamento da Rede

O treinamento das redes neurais é feito em uma sequéncia de épocas, cada uma
consistindo de uma execugdo completa da rede sobre o conjunto de treinamento. Uma
maneira de atualizar o vetor de pesos comumente utilizada em CNNs é em mini-batches.
Com mini-batches, os pesos do vetor sdo atualizados diversas vezes em cada época. A
quantia de dados que ¢ utilizada para cada atualizacdo do vetor de pesos é chamada de
batch size (tamanho do batch).

No entanto, é importante notar que a distribuicido da entrada de cada camada da rede
muda durante o treinamento, afinal os parametros das camadas anteriores mudam. Esse
fenémeno exige ajustes em hiperparametros (como uma taxa de aprendizado menor) que
pode causar lentidao na execugao da rede. Além disso, o aprendizado pode ser dificultado
dependendo da distribuicdo dos dados. Para resolver este fendmeno, é utilizada a Batch
Normalization (IOFFE e SZEGEDY, 2015), que escala a saida de cada camada da rede, visando
padronizacio (dados com média X = 0 e desvio padrdo o = 1) de cada variavel de entrada,
em cada mini-batch.

2.3 Aprendizado profundo para segmentacio
volumétrica
As redes neurais convolucionais tém sido aplicadas em tarefas de segmentacdo de

imagens médicas 2D e obtido performances satisfatorias, com acuracia préoxima da perfor-
mance humana (RONNEBERGER et al., 2015; HARIHARAN et al., 2015; SEYEDHOSSEINI et al.,
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2013). Isso desencadeou diversas tentativas de aplicagdo de CNNs sobre imagens médicas
3D, como as MRIs cerebrais contempladas neste trabalho. A adaptacdo das arquiteturas para
imagens 3D se mostra uma tarefa desafiadora, porque dependendo da abordagem escolhida,
o modelo pode ter alta perda de contexto e capacidade de generalizacao. Além disso, é
importante considerar que dados volumétricos sao usualmente maiores do que as imagens
2D, ocupando maior espaco na memoria e tornando as regides a serem segmentadas mais
esparsas (especialmente no caso de imagens médicas).

Algumas abordagens misturam métodos de shallow learning com as CNNs 2D, mas
neste trabalho serdo utilizadas apenas abordagens totalmente deep. E possivel escalar as
camadas para convolugdes 3D, max pooling 3D e outras operagdes que apenas recebam o
input 3D e produzam uma segmentacao adequada na imagem. A forma como as CNNs
foram adequadas para imagens volumétricas sera melhor detalhada nas descri¢oes das
arquiteturas escolhidas, na Secéao 3.1.



Capitulo 3

Metodologia

A metodologia neste trabalho consiste em submeter os dados do BraTS e, a seguir, do
FeTA a duas pipelines. A primeira pipeline é dada apenas pela utilizacdo das redes neurais
a serem definidas na Secdo 3.1 para segmentacdo das regides desejadas sobre as MRIs
inteiras, sem pré-processamento. A segunda pipeline é melhor descrita na Secao 3.3. A
segmentacdo entdo passa por um conjunto de validacoes, a fim de testar a eficiéncia da
predicéo.

3.1 Arquiteturas de Redes Neurais

As cinco CNNs implementadas neste trabalho incluem as arquiteturas Encoder-Decoder:
as U-Nets 3D (CICEK et al., 2016) e as V-Nets (MILLETARI et al., 2016); e as Fully Convolutional
Networks (FCNs) (LoNG et al., 2015): HighRes3DNet (HR3N) (L1 et al., 2017), SkipDenseNet
(SDN)(But et al.,, 2017) e Med3D (S. CHEN et al., 2019). Cada arquitetura sera melhor descrita
a seguir.

3.1.1 U-Net3D

A U-Net 3D é uma adequacdo da arquitetura U-Net (RONNEBERGER et al., 2015) para
imagens 2D. A primeira U-Net foi desenvolvida utilizando a filosofia arquitetural Encoder-
Decoder, que divide as camadas da rede neural em duas partes: a codificagao, utilizada para
analisar a imagem completa e entdo contrai-la nas dimensdes espaciais — enquanto se
adiciona mais canais — e a decodificagio, que recebe a imagem contraida e a expande de
modo a produzir uma segmentagdo com o tamanho original.

As operacoes realizadas em cada camada da U-Net 3D (CICEK et al., 2016) seguem o
mesmo modelo da U-Net original, adaptadas para imagens de trés dimensdes: convolucdes
3D, max pooling 3D e convolucdes transpostas 3D.

A arquitetura dessa rede neural consiste em quatro passos de codificacdo e mais quatro
passos de decodificacdo. Para codificar, cada camada contém duas convolucdes 3D com
kernel de tamanho 3 x 3 x 3, sendo que o resultado de cada convolucéo passa por uma batch
normalization e pela funcéo de ativagdo ReLU (KrizHEVSKY et al., 2012). Essa sequéncia de
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convolucio, batch normalization e ReLU é chamada de bloco convolucional. Entre cada
um dos passos da codificacio, também h4a um max pooling 3D com kernel de tamanho
2 x2x 2 e stride de 2 em cada dimensdo. Para a decodificacido, cada camada consiste de uma
convolugao transposta 3D (ou upconvolution) de tamanho 2 x 2 x 2 e stride de 2 em cada
dimensao, precedido por dois blocos convolucionais com kernel de 3 x 3 x 3. As conexdes
horizontais entre camadas de mesma resolucdo, chamadas comumente de skip connections,
realizam uma concatenacédo das features. No final, é aplicada uma ultima convolucéo de
1 x 1 x 1 para transformar um espaco de features em um tensor contendo k feature maps,
sendo k o niimero de classes do modelo. Assim, cada feature map prediz a probabilidade de
uma classe a partir da aplicacdo da funcio softmax (melhor detalhada na Secéo 3.2).

A arquitetura esta esquematizada na Figura 3.1.
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Figura 3.1: A arquitetura da U-Net 3D. As caixas azuis representam as feature maps e o niimero de
canais esta descrito sobre cada caixa. Figura extraida de (CICEK et al., 2016).

3.1.2 V-Net

A arquitetura V-Net (MILLETARI ef al., 2016), como a U-Net 3D, se propde a ser uma CNN
totalmente tridimensional, com convolucoes volumétricas em suas camadas. O formato
da V-Net também é Encoder-Decoder com conexdes residuais entre camadas de mesma
resolucao.

A V-Net original consiste de cinco passos de codificacdo e cinco de decodificagdo. No
entanto, para este trabalho, foi necessario modificar de acordo com os recursos computaci-
onais que tinhamos a disposicao e a resolucdo espacial dos patches de entrada das redes.
Entdo foram utilizados quatro encoders e quatro decoders. Cada camada da arquitetura
contém de uma a trés convolucdes de tamanho 3 x 3 x 3 voxels. Além disso, nas camadas de
encoding sao realizadas operagdes de convolucdo para reducio de resolucdo, que produzem
efeitos semelhantes ao pooling, com tamanho 2 x 2 x 2 e stride de 2. Para as camadas
de decoding, sao realizadas operagdes de de-convolugdo com o mesmo tamanho, para
aumentar a resolucéo.

Além das conexdes residuais, cada camada conta com uma conexao residual que
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encaminha a entrada das convolug¢des a saida da camada. Essas duas medidas colaboram
com o aprendizado da funcéo residual. Fung¢des de ativagdo PReLU (ReLU paramétrica)
sdo aplicadas por toda a arquitetura. Finalmente, a tltima camada da rede realiza uma
convolugdo 1 x 1 x 1 para reduzir o numero de canais de saida para a quantidade de classes
a serem segmentadas e predizer as probabilidades das classes com a fun¢do softmax. A
Figura 3.2 ilustra a V-Net.
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Figura 3.2: A arquitetura da V-Net. Figura extraida de (MILLETARI et al., 2016).

3.1.3 HighResNet 3D

A arquitetura da HighResNet 3D (HR3N) (L1 et al., 2017) é proposta visando segmentacéo
de alta resolucdo sobre imagens volumétricas, realizada de forma compacta. Diferentemente
das Enconder-Decoder, a HR3N faz uso de convolucdes dilatadas, evitando os efeitos de
perda de resolucao das operacgdes de up e down-sampling. As convolugdes dilatadas sdo
operacgdes convolucionais modificadas de modo a percorrer o kernel de forma diferente da
feita em convolucdes comuns. A modificagio da operagio é dada por um fator r, que define
o quao dilatada ela sera (é comum dizer que tal convolugio é r-dilatada) (Yu e KoLTUN,
2015).

Esta arquitetura conta com vinte camadas de blocos convolucionais de tamanho 3 x
3 x 3, com blocos de conex0des residuais a cada duas camadas convolucionais. Para a
implementacdo neste projeto, foram utilizadas apenas trés dessas camadas. A camada
final de convolugdo 1 x 1 x 1 gera a predicdo junto a uma fungio softmax, assim como
foi especificado nas arquiteturas anteriores. A Figura 3.3 detalha os blocos e camadas da
arquitetura HR3N.

11
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Figura 3.3: A arquitetura da HighRes3DNet. Figura extraida de (L1 et al., 2017).

3.1.4 SkipDenseNet 3D

A SkipDenseNet 3D (SDN) (Bur et al, 2017) se utiliza da arquitetura da DenseNet
(HuaNG et al.,, 2017) para imagens volumétricas. As DenseNets (HUANG et al., 2017) sdo
desenvolvidas principalmente para evitar o problema do vanishing gradient, que faz com
que o gradiente tenda a zero conforme passa pelas camadas, e afete o aprendizado do
modelo. Entdo, em vez de cada camada receber como entrada apenas a saida da camada
anterior (como nas redes feed-forward tradicionais), ha uma conexao residual para cada
camada que concatena os feature maps de todas as camadas anteriores.

A SDN entao constroi suas camadas se utilizando desse mecanismo de conexdes densas.
Na arquitetura original, sdo utilizadas 47 camadas, mas para este trabalho, foram utilizadas
apenas 16. A arquitetura comeca executando trés camadas convolucionais extras para
gerar entradas adequadas as camadas densas. Entao, as 16 camadas se agrupam em quatro
blocos densos. Cada bloco denso é definido por uma batch normalization e uma ReLU,
seguidas de uma convolugao 1 x 1 x 1, novamente uma batch normalization e uma ReLU e
finalmente uma convolucédo 3 x 3 x 3. Entre os blocos densos existem blocos de transi¢do
para codificar (realizar down-sampling) os dados com convolugdes de 1 x 1 x 1 e stride
2, e conexoes densas para a decodificagao (up-sampling). Para gerar a predicdo, a rede
termina com uma convolugdo 1 x 1 x 1 dos dados de saida concatenados, semelhante ao
final da execucdo das redes descritas nas subse¢des anteriores. A rede esta esquematizada
na Figura 3.4.

3.1.5 Med3D

A arquitetura da Med3D (S. CHEN et al, 2019) também utiliza o método Encoder-
Decoder com conexdes residuais. Mais especificamente, a codificacio é feita utilizando a
ResNet (HE et al., 2016), com pequenas modificacdes de modo que as convolucdes sejam
volumétricas e que as camadas se encaixem com a decodificacdo. No trabalho original,
uma das backbones utilizadas foi a ResNet18 3D, ou seja, uma ResNet com 18 camadas
convolucionais 3D, como exibido na Figura 3.5. Neste trabalho, foram utilizadas apenas
oito. Assim, a codificacdo se da por oito camadas de convolugio 3 x 3 x 3, com conexdes
residuais a cada quatro camadas. Cada camada também apresenta batch normalization e
ReLU. Para a decodificacio, a Med3D constrdi oito ramificagdes, cada uma com camadas de
up-sampling correspondentes a dimensdo dos dados de entrada da mesma. As ramificacdes
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Figura 3.4: Exemplo de aplicacdo da SkipDenseNet sobre MRIs cerebrais de contraste T1 e T2. Figura
extraida de (Bur et al., 2017).

sdo uteis para diferenciar regides de interesse nas imagens conforme o conjunto de dados
utilizado.
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Figura 3.5: Arquitetura da ResNet18, utilizada para codificacdo na Med3D. Note que a camada

totalmente conectada (FC) no esquema é substituida pelas camadas de decodificagdo. Figura extraida
de (RAMZzAN et al., 2020).

Para este trabalho, cada ramificacdo de decodificacdo contém dois conjuntos de camadas
compostas por uma convolucdo transposta de 3 x 3 x 3 e uma convolucdo comum de 3 x 3 x 3.

Finalmente, para obter a predicdo, como foi feito nas outras arquiteturas, cada ramificagao
aplica uma convolugdo de 1 x 1 x 1.

3.2 Funcoes de Perda

Para a otimizacdo dos pesos do kernel durante a execugdo das épocas das CNNs, é
necessario definir uma funcgio de perda. No caso de tarefas de segmentacgio altamente des-
balanceadas, é interessante utilizar uma funcdo de perda composta. Para os experimentos
neste trabalho, a funcdo de perda L escolhida é dada pela composicdo da Entropia Cruzada
(CE) com a Dice Loss:

L= Lcg+ Laice. (31)
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As fungoes Lcg e Ly, serdo melhor detalhadas nas proximas subsecdes.

Durante o calculo das fung¢des de perda, para obter a distribuicdo de probabilidade
da predicio, é utilizada a funcao de ativacao softmax. Essa funcido normaliza a saida de
uma camada para uma distribuicdo de probabilidade sobre as classes de saida preditas, e é
definida por:

softmax(x;) = ﬂ, parai=1,...,K, (3.2)
j €XPX;

onde x; é um elemento de x, vetor de tamanho K a ser normalizado.

3.2.1 Entropia Cruzada

A medida de entropia cruzada quantifica a diferenca entre duas distribui¢des de pro-
babilidade. Para o calculo de perda, a distribui¢do de probabilidade verdadeira p; é dada
pelos rétulos da imagem (alvo da predicédo) e a distribuicdo de probabilidade estimada g;
pela predicdo. A entropia cruzada é definida por:

N
Lcg =~ Z i log qi, (3.3)

onde N é a dimensio dos dados.

Em termos dos dados de entrada x e do alvo da predi¢ao y, a medida pode ser calculada
da seguinte maneira:

exp (xy,y,)
ch=1 exp (%Xpc)

onde w é o vetor de pesos e N a dimensao dos dados'. O vetor de pesos é pré-definido
como hiperparametro do modelo, e é til para conjuntos de treinamento desbalanceados —
que é o caso das imagens médicas do projeto.

Lep(x,y)=L={hL,....In}, I,=-wylog -1, (3.4)

3.2.2 Dice Loss

A perda Dice, assim como a entropia cruzada, leva em conta as distribui¢des verdadeira
(p;) e predita (g;). A ideia da funcdo é maximizar o seguinte coeficiente:

Lo 23 pigs
dice = N 2 N o’
DI DI

onde N é a dimensio dos dados (MILLETARI et al., 2016).

(3.5)

3.3 Redes Especialistas

A segunda pipeline é mais sofisticada do que a primeira: ela consiste em dois passos.
Primeiro, a MRI é submetida a rede neural chamada generalista (), na qual é feita uma

! https://pytorch.org/docs/stable/generated/torch.nn.CrossEntropyLoss.html
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predicdo grosseira binaria de uma regido de interesse. A partir dessa predi¢ao binaria, é
possivel delimitar uma bounding box tomando os extremos da regido predita. O segundo
passo utiliza uma rede especialista (S) para refinar as segmentacdes, submetendo as
bounding boxes as redes neurais buscando uma segmentagao multi-classe.

Para o conjunto de dados BraTS$, a rede generalista deve segmentar um tumor inteiro.

Assim, ap06s esse resultado, a regido de interesse (Rol) é gerada recortando a imagem ao
redor do tumor detectado. Também é adicionado padding de 5 voxels em cada lado da Rol
para evitar perda de contexto (para compensar as discrepancias da predicdo de G), e a regido
de interesse é redimensionada para um tamanho padronizado (para que todo o conjunto
de dados tenha mesmo tamanho). Finalmente, a rede especialista é executada sobre a Rol
para segmentar as trés sub-regides do tumor (o enhancing tumor ET, o tumor core TC e o
whole tumor WT) — que sdo melhor descritas na Se¢do 4.1. A Figura 3.6 esquematiza o
funcionamento da rede especialista.

Rede Generalista G

xg Yg

&

Rede FEspecialista S

£

Ts

Figura 3.6: Pipeline proposta para a segmentacdo do conjunto de dados BraTS. A MRI inteira xg¢ é
submetida a rede generalista G, gerando a predicdo y¢. Entdo, a Rol xs obtida a partir da saida de G é
submetida a rede especialista S, gerando a predi¢do ys.

Ja para o conjunto de dados FeTA, a rede generalista segmenta uma regido do cérebro
fetal que contém trés estruturas escolhidas: o cerebelo, a substancia cinzenta profunda
e o tronco cerebral. A Secdo 4.1 descreve em detalhes o conjunto de dados e as regides
anotadas clinicamente. A escolha dessa regido se deu pela importancia médica da mesma,
pois sdo estruturas em rapido desenvolvimento em fetos e criancas, de modo que podem
apresentar patologias(Viora et al., 2011; Gur et al, 2012). Além disso, as trés regides estdo
proximas uma da outra, entdo uma regido de interesse que contém as trés é relativamente
pequena. Apos o recorte da Rol, padding e redimensionamento (como feito nos dados do
BraTS), a rede especialista segmenta as trés estruturas cerebrais. O funcionamento da rede
especialista esta esquematizado na Figura 3.7.
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Figura 3.7: Pipeline proposta para a segmentacdo do conjunto de dados FeTA.

3.4 Testes

Apos o treinamento das redes neurais sobre os conjuntos de dados selecionados, o
modelo é testado sobre outra parte do conjunto de dados (um conjunto de teste). Para
medir a eficacia do aprendizado, foram utilizadas as trés métricas objetivas detalhadas na
Secdo 4.3. As predigdes de segmentacido também sao salvas como réotulo das imagens, de
modo que é possivel visualiza-las apos a execucao. Algumas fatias das imagens geradas
serdo exibidas no Capitulo 5.

3.5 Implementacao

Para o projeto todo, foi utilizada a linguagem de programacao Python. A implementacao
das redes neurais utiliza a biblioteca Pytorch?, que contém classes e métodos adequadas
para convolugdes e outras operagdes detalhadas na Se¢do 2.1. Para o pré-processamento
das imagens, foi utilizada a biblioteca Scikit-Image®. Finalmente, para o calculo das métricas
ao testar o modelo, foram utilizados os métodos e classes da biblioteca Scikit-Learn®*.

O treinamento das redes foi feito utilizando duas GPUs de 8GB de memoria. A quanti-
dade de memoria disponivel limita o tamanho dos mini-batches utilizados, de modo que a
escolha dos hiperparametros foi ajustada conforme essa informacao.

% https://pytorch.org
3 https://sckit-image.org
* https://sckit-learn.org
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Capitulo 4

Setup Experimental

Para que a metodologia possa ser aplicadas as tarefas de segmentacio, é necessario
definir um setup para os experimentos a serem executados. Neste projeto, dois conjuntos de
dados diferentes serao utilizados para geracdo de predicdo. Para isso, foram determinados
hiperparametros e configuracdes para o treinamento do modelo; além de protocolos e
métricas de validacéo.

4.1 Conjuntos de dados

Com a abordagem de aprendizado profundo (com CNNs) sobre imagens volumétricas,
é possivel segmentar regides de interesse em diferentes datasets de MRIs. Os conjuntos de
dados dos desafios BraTS 2019 e FeTA 2021 utilizados neste trabalho serao melhor descritos
a seguir.

4.1.1 O conjunto de dados BraTS

O desafio BraTS utiliza o conjunto de dados clinicamente adquiridos que esta disponivel
no portal do CBICA! (Center for Biomedical Image Computing and Analytics), da Universi-
dade da Pensilvania. Sdo 335 MRIs de multi-contraste, de pacientes com glioma, dos quais
259 tém glioma de baixo grau (LGG) e 76 tém glioma de alto grau (HGG). Enquanto HGG
sdo neoplasias cerebrais malignas com comportamento agressivo que ndo costumam ter
respostas positivas ao tratamento oncolégico, LGG sdo um pouco menos agressivos. O
conjunto contém imagens de paciente pré e pos-tratamento.

As MRIs foram obtidas em quatro centros diferentes: Universidade de Berna, Uni-
versidade de Debrecen, Universidade de Heidelberg e Hospital Geral de Massachusetts.
Foram utilizadas scanners de diferentes fornecedores, forcas de campo do ima (1.5T e 3T)
e implementagdes do sequenciamento das imagens (como 2D ou 3D). Todas as imagens
tém volume 240 x 240 x 155 pixels, com resolugdo de 1mm?. As ressonancias magnéticas
disponibilizadas sdo descritas por quatro diferentes tipos de constraste: “native” (T1),

! https://ipp.cbica.upenn.edu
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“post-contrast T1-weighted” (T1Gd), “T2-weighted” (T2) e “T2 Fluid Attenuated Inversion
Recovery” (FLAIR).

O desafio do BraTS consiste em utilizar a base de dados do CBICA para desenvolver
um método que produza roétulos de segmentacdo de diferentes sub-regides de gliomas.
As imagens foram segmentadas manualmente por equipes de radiologistas. Assim, foram
definidas sub-regides consideradas para avaliacdo do desafio, sdo elas: o “enhancing tumor’
(ET), o “tumor core” (TC) e o “whole tumor” (WT); que realcam ou atenuam certos padrdes
visuais nos diferentes contrastes do MRI. E possivel ver a relacio entre os diferentes
contrastes e as regides a serem segmentadas na Figura 4.1.

3

WHOLE TUMOR ‘ TUMOR CORE ENHANCING TUMOR

Figura 4.1: Sub-regides do glioma. Em (A) é possivel ver WT (amarelo) em T2-FLAIR, em (B) o TC
(vermelho) visivel em T2 e em (C) o ET (em azul) e o tecido necrético, ambos visiveis em T1Gd. A
direita, cada regido segmentada é combinada na MRI. Figura extraida de (BAKAS, REYES et al., 2018).

A escolha das classes se deu pela analise das anotacdes médicas. Apesar da padronizacdo
do processo de anotacdo médica, a classe que descreveria o tecido necroético foi definida
como tortuosa e pouco clara, por isso foi descartada para a segmentacdo automatica. Assim,
cada volume no formato de arquivo NIf TI (formato da Neuroimaging Informatics Technology
Initiative) contém as 4 classes WT, ET, TC e o restante da imagem, o background.

4.1.2 O conjunto de dados FeTA

O conjunto de dados do desafio FeTA proposto pelo evento MICCAI em 2021 foi
adquirido a partir de 50 mulheres gravidas no Hospital Infantil da Universidade de Zurique.
Sdo 80 MRIs no formato de arquivo NIfTI, descrevendo volumes T2-weighted. Todas as
imagens tém volume 256 x 256 x 256 pixels, com resolucdo variavel conforme tamanho do
feto. Os scanners utilizados possuem forca de campo do ima de 1.5T ou 3T.

As imagens foram segmentadas manualmente por uma equipe de radiologistas. A
anotacdo manual segmenta as principais estruturas cerebrais de fetos: liquido cefalorra-
quidiano externo (LCR), substancia cinzenta (GM), substancia branca (WM), ventriculos,
cerebelo, substancia cinzenta profunda (deep GM) e tronco cerebral (medula espinhal).
Cada regido pode ser melhor observada na Figura 4.2.

O desafio do FeTA consiste em utilizar esse dataset para desenvolver um método que
produza rétulos de segmentacdo das diferentes regides do cérebro dos fetos. As oito classes
definidas para a segmentagdo automatica sao as sete regides definidas acima, e o resto da
imagem é rotulado como background.
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External Cerebrospinal Fluid

Grey Matter

White Matter
Ventricles
Cerebellum

Deep Grey Matter

Brainstem / Spinal Cord

Figura 4.2: Regibes cerebrais do feto a serem segmentadas. LCR externo em verde escuro, GM em
amarelo, WM em marrom, ventriculos em azul, cerebelo em vermelho, deep GM em laranja e tronco
cerebral em verde claro. Figura extraida de (PAYETTE et al., 2021).

4.2 Hiperparametros

Para que a execucao das pipelines seja feita corretamente, é necessario definir os parame-
tros de treinamento e otimizagao. As configuracdes dos experimentos e os hiperparametros
utilizados estdo especificados nas tabelas 4.1, 4.2, 4.3 e 4.4.

Opcoes do Experimento

exp_name Nome do experimento
conv_name Arquitetura
data_name Nome do dataset
task_name Tarefa de segmentacéo

num_classes Numero de classes a serem segmentadas

Tabela 4.1: Configuracoes que especificam as op¢oes do experimento a ser realizado.

Parimetros de Treinamento

num_samples Numero de amostras utilizadas no treinamento

epoch_num Numero de épocas no treinamento
batch_size  Tamanho do mini-batch
test_freq Testa a cada test_freq época

Tabela 4.2: Hiperparametros do treinamento.

Cada experimento se di pela combinagdo de conjunto de dados (BraTS ou FeTA),
arquitetura de rede neural e tarefa de segmentacao. Nesta primeira pipeline, a Unica tarefa
de segmentagio é definida como “all”, que utiliza todos os rdtulos presentes na anotacio
da imagem para a classificacdo das regides segmentadas.

Para o carregamento do conjunto de dados, o algoritmo acessa o diretorio root onde
estdo as imagens e seus respectivos rotulos, utilizando memoéria da GPU conforme o valor
num_workers definido.
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Opcodes de Otimizagao

1r Taxa de aprendizado
weight_decay Penalidade L2
momentum Momentum
opt_step Passo do otimizador
opt_gamma y do otimizador

Tabela 4.3: Hiperparametros dos experimentos que dizem respeito ao otimizador.

Opc¢odes dos Dados
root Diretoério raiz para os datasets
patching Pré-processamento
num_workers Numero de workers no dataloader
w_size Tamanho do eixo x para redimensionar imagem
h_size Tamanho do eixo y para redimensionar imagem
z_size Tamanho do eixo z para redimensionar imagem

Tabela 4.4: Configuragoes dos experimentos com respeitos ao dataset.

Cada imagem passa por um pré-processamento dado por algoritmos de redimensiona-
mento e amostragem. A definicdo do pardmetro patching como “Resize”, por exemplo,
indica que a utilizacdo de um algoritmo que redimensiona a imagem de maneira simples
(podendo esticar os volumes, sem preservar proporg¢des). O pré-processamento garante que
todas as imagens processadas no experimento tenham tamanho w_sizexh_sizexz_size
voxels.

Entdo a rede neural passa a buscar otimizar os pesos do kernel convolucional, utili-
zando num_samples para seu treinamento. Esse treinamento se da executando o algoritmo
definido pela rede neural epoch_num vezes, sendo que cada vez processa as imagens em
“lotes” de tamanho batch_size. O otimizador em si pode ser configurado com alguns
parametros como a taxa de aprendizado e a penalidade L2, que retardam o learning a
fim de evitar overfitting do modelo. Além disso, 0 momentum regula a direcio para qual
o otimizador segue, conforme o gradiente descendente. A taxa de aprendizado de cada
grupo de parametros decai de y a cada opt_step épocas. A otimizacdo dos pesos do
kernel convolucional se d4 a partir da funcao de perda £ definida na Secéo 3.2, dada pela
combinacdo das fungdes Cross Entropy e Dice Loss.

Todos os experimentos executados sobre os dados do BraTS e do FeTA definem os hi-
perparametros do otimizador com lr = 0.001,weight_decay = 0.00005, momentum =
0.5, opt_step = 40 eopt_gamma = 0.5.0Os pardmetros de treinamento sdo epoch_num
= 200, test_freq = 200 e batch_size = 4; com exce¢do da rede neural Med3D que,
por causa das limitacdes da memoria da GPU, utiliza batch_size = 2. Para as opg¢des
de pré-processamento e carregamento dos dados, define-se num_workers = 8, patching
definido como Resize e dimensdo de 128 x 128 x 64 voxels. As demais configuragdes sdo
especificas de cada experimento, e serdo melhor detalhadas no Capitulo 5.
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4.3 Meétricas

Como medidas objetivas para verificar a acuracias das predicdes, foram utilizadas trés
métricas: o coeficiente Dice, o Indice de Jaccard e a matriz de confusio. Elas serdo melhor
detalhadas nas subsegdes a seguir.

4.3.1 Coeficiente Dice

O coeficiente dice ou F1 score mede a propor¢ao de acertos do modelo, e é calculado da

seguinte maneira:
PR TP

F1=2 = 1 ,
P+R TP+ L(FP+FN)

(4.1)

onde P é a precisao, R é o recall da predi¢do, TP o numero de verdadeiros positivos, FP o
de falsos positivos e FN de falsos negativos 2.

4.3.2 Indice de Jaccard

O indice de Jaccard obtém a proporcao de intersec¢do sobre uniao (por isso também é
conhecido como IoU, intersection over union), e pode ser descrito na forma:

|An B |An Bj
J(A,B) = = ;
|AuB| |A|+|B|-]AnB|

(4.2)

onde A ¢ dado pelos rotulos da imagem (alvo da predicdo) e B é a segmentagao predita. O
indice também pode ser descrito em termos da precisado:

TP

J = TP PN’

(4.3)
onde TP é o nimero de verdadeiros positivos, FP o de falsos positivos e FN de falsos
negativos.

4.3.3 Matriz de confusao

A matriz de confusio avalia a acuracia da classificacdo dispondo uma matriz C tal que
C;; € o nimero de observagdes que estdo na classe i e foram preditas como pertencentes
a classe j. C tem dimensao k x k, com k sendo o niimero de classes. Para este trabalho, a
matriz de confusdo é formata a fim de apresentar o valor relativo das predicdes em vez do
valor absoluto (que seria em voxels).

2 https://scikit-learn.org/stable/modules/generated/sklearn.metrics.f1_score.html
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Capitulo 5

Resultados

Os experimentos descritos no Capitulo 4 foram realizados e os resultados sdo discutidos
neste capitulo.

5.1 Execucao sobre os dados do BraTS

A primeira pipeline é executada segmentando o conjunto de dados original com as cinco
redes neurais escolhidas. Para o treinamento, utiliza-se num_samples = 10. O nimero de
classes a ser segmentada é num_classes = 4 e a task_name é all.

A Tabela 5.1 exibe as métricas IoU e DSC obtidas a partir da execugao de cada uma das
redes neurais para segmentar os dados.

| Métrica | V-Net | U-Net | HR3N | SDN | Med3D |
DSC [ 0.5444 [ 05828 | 0.49 [0.6618 | 0.556
IoU [ 0.4583 | 0.4991 | 0.4091 [ 0.5525 | 0.4491

Tabela 5.1: Métricas DSC e IoU da primeira pipeline executada sobre os dados do BraTS$.

A matriz de confusdo de uma das execucdes destes experimentos esta na Figura 5.1 e
mostra que apenas o background e a regido do WT foram segmentadas com maior acuréacia,
apesar de ocorrer confusdes frequentes entre essas duas mesmas regides.

Entdo, a segunda pipeline passa pelos dois passos definidos pelas redes generalista G e
especialista S. Os parametros de treinamento de G sdo os mesmos da primeira pipeline,
exceto pelas configuragdes do experimento: num_classes = 2 e task_name definida
como binary.

A segmentacdo das imagens pela rede G ¢é utilizada para defini¢cdo da Rol e recorte das
MRIs. Esses volumes recortados entio sao submetidos a rede especialista, que ja tem em
seu pré-processamento o redimensionamento necessario. A seguir, a rede S ¢é treinada
com num_samples = 20. O numero de classes a ser segmentada é num_classes = 4ea
task_name € all.
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Figura 5.1: Matriz de confusdo da primeira pipeline sobre os dados do BraTs, utilizando a arquitetura
Med3D.

A Tabela 5.2 exibe as métricas IoU e DSC obtidas a partir da execucdo de cada uma das
redes neurais para segmentar os dados, tanto para a rede generalista G quanto para a rede
especialista S.

| Métrica | Estratégia | V-Net | U-Net | HR3N | SDN | Med3D |

DSC g 0.8132 | 0.5775 | 0.7498 | 0.8287 | 0.7159
S 0.6699 | 0.3103 | 0.3046 | 0.6404 | 0.3821
IoU g 0.6852 | 0.406 | 0.5998 | 0.7075 | 0.5575
S 0.5593 | 0.2681 | 0.266 | 0.5236 | 0.3061

Tabela 5.2: Métricas DSC e IoU da segunda pipeline executada sobre os dados do BraTS, comparando
as execucoesde G e S.

As matrizes de confusdo exibidas na Figura 5.2 mostram a alta acuracia na segmentacéo
generalista do tumor em relagéo ao restante da imagem. Ja no caso da rede especialista, o
background e a regido do WT foram segmentadas com maior acuracia.

A Figura 5.3 mostra resultados qualitativos a partir de trés amostras do conjunto de
dados, suas respectivas Rols em torno do WT, e as segmentacdes originais e predi¢des por
modelo.

A segmentacdo dos tumores em relacdo as regides saudaveis do cérebro foram as mais
acuradas: tanto no primeiro pipeline quanto na delimitacdo da Rol nas redes generalistas,
foram alcancadas predigdes similares as anotacdes médicas. A deteccido desses tumores
entdo pode ser utilizada para analises médicas, para entdo se obter um diagnéstico levando
em base medidas de volumetria.

No entanto, os resultados obtidos pelas redes especialistas foram menos acurados
do que aqueles na primeira pipeline. Isso se da pela alta variabilidade do tamanho dos
tumores e da regido do cérebro na qual eles se encontram. Isso demonstra que a abordagem
especialista ndo foi adequada ao problema de segmentacdo de gliomas, e que o modelo da
segunda pipeline precisa de ajustes.
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(a) Matriz de confusdo da execugdo generalista com a arquitetura
SDN.
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(b) Matriz de confusdo da execugdo especialista com a arquitetura
Med3D.

Figura 5.2: Matrizes de confusdo da segunda pipeline sobre os dados do BraTsS.

Volume 10

Volume 27

WwT ET W NET

Figura 5.3: Segmentacdo das sub-regides do glioma. As colunas indicam, em ordem, fatias sagitais da
imagem X, a regido de interesse Xg,r, 0 rotulo da regido Yg,r e as predicoes Y (da primeira pipeline),
Y¢ (da rede generalista) e Ys (da rede especialista)
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Comparativamente, a analise quantitativa dos dados mostra que as arquiteturas V-
Net e SDN alcancaram maior acuracia em ambos os experimentos realizados. Isso se
evidencia mais na execucdo das redes generalistas, que gerou DSC acima de 0.8 para essas
arquiteturas.

Um problema evidenciado na analise qualitativa é a amostragem e as operacgdes de
redimensionamento das imagens ao executar o pré-processamento. Esse fendmeno poderia
ser resolvido com outro processamento dos volumes de saida, a fim de refinar as predicdes.
As etapas de pos-processamento, junto com possiveis ajustes no modelo especialista para
se adequar ao conjunto BraTS, serdo deixadas como trabalho futuro para o projeto.

5.2 Execucao sobre os dados do FeTA

Novamente, a primeira pipeline é executada segmentando o conjunto de dados original
com as cinco redes neurais escolhidas. Para o treinamento, utiliza-se num_samples = 20.
O numero de classes a ser segmentada é num_classes = 8 e a task_name é all.

A Tabela 5.3 exibe as métricas IoU e DSC obtidas a partir da execugao de cada uma das
redes neurais para segmentar os dados.

| Métrica | V-Net | U-Net | HR3N | SDN | Med3D |
DSC | 0.861 [ 0.8355 | 0.8072 | 0.8749 | 0.7848
IoU | 0.7635 | 0.7267 | 0.6884 | 0.7844 | 0.6586

Tabela 5.3: Métricas DSC e IoU da primeira pipeline executada sobre os dados do FeTA.

Na matriz de confusio exibida na Figura 5.4, é possivel notar que as predi¢oes obtidas
foram significativamente acuradas. Especificamente o background e as estruturas do LCR
externo, da substancia cinzenta (GM) e da substancia branca (WM) foram segmentadas
com maior acuracia dentre as regides de interesse.

A segunda pipeline passa pelas redes generalista G e a especialista S. Os parametros
de treinamento de G sdo os mesmos da primeira pipeline, exceto pelas configuragdes do
experimento: o numero de classes a ser segmentada é num_classes = 2 e a task_name é
binary.

Apbs o recorte das MRIs conforme as Rol (definidas pela segmentagao em G), os volumes
recortados sdo submetidos a rede especialista, que ja tem em seu pré-processamento o redi-
mensionamento necessario. A rede S é entio treinada com num_samples = 20. O nimero
de classes a ser segmentada é num_classes = 4 e a task_name é specialist.

A Tabela 5.4 exibe as métricas IoU e DSC obtidas nos testes da segmentacdo dos dados
utilizando cada uma das redes neurais, tanto para a rede generalista G quanto para a rede
especialista S.

As matrizes de confusio exibidas na Figura 5.5 mostram a alta acuracia na segmentacio
generalista das trés regides em relacdo ao restante da imagem. Por sua vez, a rede especi-
alista revela maior acuracia na detecgéo entre o background e a regido de GM profunda,
apesar de ocorrer confusdes frequentes entre essas duas mesmas regides. Também é
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Figura 5.4: Matriz de confusdo da primeira pipeline sobre os dados do FeTA, utilizando a arquitetura
U-Net.

Métrica | Estratégia | V-Net | U-Net | HR3N | SDN | Med3D |

DSC g 0.8864 | 0.8094 | 0.7465 | 0.7711 | 0.8119
S 0.8996 | 0.8363 | 0.5905 | 0.9011 | 0.9313
IoU g 0.7959 | 0.6798 | 0.5955 | 0.6275 | 0.6833
S 0.8233 | 0.7296 | 0.4866 | 0.8263 | 0.8741

Tabela 5.4: Métricas DSC e IoU da segunda pipeline executada sobre os dados do FeTA, comparando
as execucoes de G e S.
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possivel notar que voxels de background sdo frequentemente classificados (erroneamente)
como tronco cerebral.

08
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(a) Matriz de confusdo da execugdo generalista com a arquitetura
U-Net.
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(b) Matriz de confusdo da execucdo especialista com a arquitetura
HR3N.

Figura 5.5: Matrizes de confusdo da segunda pipeline sobre os dados do FeTA.

A Figura 5.6 mostra resultados qualitativos a partir de trés amostras do conjunto de
dados, suas respectivas Rols em torno do cerebelo, substincia cinzenta profunda (apesar
de ser frequentemente confundida com o background) e tronco cerebral. Além disso, o
esquema exibe as segmentacdes originais e predi¢cdes por modelo.

Os resultados obtidos a partir dos experimentos sobre os dados do FeTA foram mais
acurados do que aqueles nos experimentos sobre o BraTS, por causa da maior padronizacio
entre os volumes (as estruturas cerebrais nao apresentam alta variabilidade de tamanho e
posicdo). Ja na primeira pipeline foi possivel notar alta acuracia da predicdo em todas as
arquiteturas, com DSC em torno de 0.8.

O fato das trés regides a serem segmentadas (tronco cerebral, cerebelo e substancia
cinzenta profunda) estarem relativamente distantes umas das outras piorou o desempenho
da rede generalista. Por isso, a maioria das Rols delimitadas por essa etapa nao contém
todas as estruturas que precisavam ser segmentadas. No entanto, ao segmentar apenas as
estruturas dentro da Rol, as redes especialistas alcangaram alto desempenho em relagio
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Figura 5.6: Segmentacdo das sub-regibes do cérebro fetal. As colunas indicam, em ordem, fatias
sagitais da imagem X, o rotulo Y e as predicdes Y; uma para cada pipeline.

ao que tinha sido obtido nos dados do BraTS. Exceto pela HR3N, todas as arquiteturas
tiveram maior DSC do que o alcangado na primeira pipeline, e as redes SDN e Med3D
atingiram DSC superior a 0.9.

O problema das operagdes de redimensionamento se repete nestes experimentos, de
modo que também precisa de pds-processamento para refinar as predi¢cdes. Também é
interessante executar experimentos de redes especialistas sobre as outras regides do cérebro

(liquido cefalorraquidiano externo, substancia cinzenta, substancia branca e ventriculos).

Essas etapas sdo sugeridas como tarefas futuras para este projeto.
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Capitulo 6

Conclusao

A aplicacao de redes neurais convolucionais ao problema de segmentacgido de ima-
gens médicas tem obtido resultados altamente acurados, similares as anota¢des médicas.
Neste trabalho, o uso das arquiteturas U-Net 3D, V-Net, HighRes3DNet, SkipDenseNet e
Med3D sobre dois conjuntos de dados distintos alcangou predi¢des com acuracias variaveis
conforme método de segmentacdo e complexidade do conjunto.

A segmentacdo de tumores no conjunto de dados BraTS obteve acuracia satisfatoria
(em relacdo as anotagdes médicas), principalmente sem a utiliza¢do das redes especialistas,
que se mostraram pouco adequadas ao problema da deteccdo de gliomas.

A seguir, foram realizados experimentos de segmentacdo automatica sobre o conjunto
de dados FeTA, com o objetivo de segmentar estruturas cerebrais em MRIs fetais. Neste
caso, os resultados obtidos se mostraram mais acurados que os anteriores, principalmente
com a utilizacdo de uma pipeline com redes generalista e especialista. A delimitacdo de uma
regido de interesse ao redor de algumas estruturas se mostra particularmente relevante
quando a tarefa consiste em segmentar essas estruturas.

Assim, é possivel concluir que a extensido de modelos de segmentacao de estruturas
cerebrais adultas para MRIs fetais néo é realizada trivialmente. E necessaria uma abordagem
especifica sobre essas imagens, e a literatura sobre esse assunto é escassa. Para isso, a
utilizacdo das redes especialistas se mostrou ttil e obteve resultados acurados. Portanto,
a aplicacao das redes especialistas sobre outras estruturas cerebrais seria interessante
e podera ser realizada no futuro dentro deste projeto. Analises de volumetria sobre as
segmentacdes obtidas se mostram necessarias para interpretacio e uso médico das predi-
cOes. Essa etapa e demais ajustes aos modelos a fim de aperfeicoa-los também deverao ser
implementados no futuro.

Outros trabalhos também poderao ser desenvolvidos tomando como base os resultados
obtidos neste projeto. Para o futuro, um desafio interessante é utilizar a segmentacao
de MRIs fetais para deteccdo de patologias, com a extracdo de métricas objetivas para a
comparagao entre volumes saudaveis e patologicos. Outro trabalho relevante para o futuro
¢ o estudo de MRIs pediatricas, com foco na segmentacao e detecciao de patologias nas
imagens.
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