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1. Introdução
Quando a levedura S. cerevisiae é exposta ao metal pesado
cádmio (Cd2+), esta sofre um estresse oxidativo, cujos me-
canismos ainda não são completamente conhecidos [1]. Para
modelar os dados provenientes deste experimento, utiliza-
mos os conceitos de redes metabólicas que são o conjunto de
reações que ocorrem no organismo; e de perfil metabolômico
que apresenta a variação dos metabólitos entre dois estados
(antes e depois do evento). A partir desta rede e perfil é pos-
sível obter hiper-histórias metabólicas que são um conjunto
de reações que explicam o fluxo de metabólitos entre os esta-
dos. Quando aplicado a esta rede, em particular, o método
adotado na pesquisa deste TCC devolve um número grande
(aproximadamente 105 soluções) de hiper-histórias, o que
torna difícil extrair informações manualmente destes dados.
Diante disso, torna-se interessante a aplicação técnicas de
aprendizagem de máquina que ajudem a agrupar as soluções
para que seja possível melhor analisá-las e compreendê-las.

2. Totoro e dados
Totoro é um método para obtenção de hiper-histórias me-
tabólicas que recebe como entrada uma rede metabólica e
um perfil metabolômico. Neste caso, as redes são modela-
das como hiper-grafos [2]. Neste trabalho, foram utilizados
dois conjunto de hiper-histórias obtidas da rede da levedura
a partir deste método. Um com 268 soluções e outro com-
posto por 56 515 391.

3. Algoritmos de clustering
Algoritmos de clustering têm por objetivo o particionamento
de um conjunto de dados (geralmente em k partes) de modo
que cada parte possua alguma similaridade. Foram estuda-
dos e aplicados 4 métodos deste tipo neste trabalho, dispo-
níveis na biblioteca Scikit-Learn [3] do Python. São eles:
K-Means: Neste algoritmo são mantidos um conjunto de k

centróides que são calculados iterativamente até atingir-se a
convergência. Cada ponto do conjunto de dados é atribuído
ao subconjunto cujo centróide é o mais próximo dele [4].
Mini-Batch K-Means: Trata-se de uma versão modificada
do K-Means para um conjunto grande de dados. Em que
apenas um subconjunto deste de tamanho fixo é escolhido
aleatoriamente a cada iteração para serem os pontos consi-
derados para o cálculo de atualização dos centróides [5].
Affinity Propagation Neste algoritmo os pontos do conjunto
de dados são tratados como nós em uma rede, entre os
quais mensagens (números reais) podem ser transmitidos
até que o conjunto de exemplares –que são o representan-
tes de cada cluster– satisfaça um critério de similaridade
pré-estabelecido [6].
Spectral Clustering Para particionar o conjunto de dados
em k partes, é feita a transformação deste em um grafo G
não-dirigido, com peso nas arestas, representado por uma
matriz de afinidades. Os vértices deste grafo são os pontos
do conjunto de dados, já as arestas são construídas seguindo
alguma medida de similaridade ou distância. Para partici-
onar o grafo, considera-se o problema do corte balanceado
[7].
Para a escolha do número de partes k em que o conjunto de
dados seria particionado, foi utilizada a heurística da silhu-
eta [8]. Esta por meio de medidas de dissimilaridade média
intra e entre clusters, indica o quão bom foi particionar o
conjunto de dados em um certo número de partes. Para
escolher k dentre um conjunto de valores, prefere-se o que
obteve maior score de silhueta.
Como o conjunto de dados aqui tratado tinha vetores de ca-
racterísticas com dimensão grande, foram realizados testes
com redução de dimensionalidade destes antes da aplicação
do método de particionamento [9]. O algoritmo escolhido
para tal tarefa foi o Principal Component Analysis–PCA.

4. Pipeline desenvolvido
O pipeline para tratamento das hiper-histórias, aplicação do
algoritmo de Clustering, rearranjo dos dados e visualização,
pode ser conferido na figura 1. Um arquivo que contém as
soluções encontradas pelo Totoro –representadas pelos iden-
tificadores das reações que contêm– é a entrada do pipeline.
Com isso, são montados os vetores de características biná-
rios para cada hiper-história. Em que cada posição do vetor
indica a presença (True) ou não (False) de uma reação na
hiper-história correspondente. Após este tratamento, é pos-
sível aplicar a redução de dimensionalidade por PCA. En-
tão são executados os algoritmos de clustering. Assim para
deixar as hiper-histórias pertencentes a um mesmo cluster
organizadas de forma contígua na nossa matriz de dados,
rearranja-se as linhas da matriz de acordo com seus rótulos,
obtidos na etapa anterior. Por fim, é gerado um heatmap
para a visualização do resultado.

4.1 Diagrama do Pipeline

Figura 1: Diagrama do pipeline desenvolvido para o tra-
tamento e particionamento das hiper-histórias

5. Resultados
Foi obtido um resultado interessante, em três algoritmos: K-Means sem PCA, Mini-Batch K-Means sem PCA e Affinity
Propagation com PCA. Foi possível recuperar partições em que cada um dos seguintes conjuntos de reações: [102, 408, 575],
[250, 459, 478], [396, 440, 503], estava contido completamente em um cluster da partição. Como é possível ver nas figuras da
tabela 1 abaixo.

a) K-Means b) Mini-Batch K-Means c) Affinity Propagation

Tabela 1: Em a) temos o heatmap K-Means sem redução de dimensionalidade por PCA, k = 2. Em b) heatmap Mini-
Batch K-Means sem redução de dimensionalidade por PCA, k = 2. E em c) Heatmap Affinity Propagation com redução de
dimensionalidade por PCA (n = 5), k = 7
O primeiro subconjunto de reações está relacionado ao metabolismo do nicotinato, o segundo ao metabolismo do aminoácido
purina e o terceiro ao PPP (Pentose Phosphate Pathway).
Para o segundo conjunto de dados, conseguimos obter um particionamento das hiper-histórias por meio do Mini-Batch K-
Means, porém a análise do resultado obtido ainda não foi concluída, devido ao tamanho do conjunto de dados.

6. Conclusão
Sabe-se que tanto o metabolismo da purina como o do nico-
tinato/nicotinamida estão ligados à resposta ao estresse oxi-
dativo. Isso mostra que o pipeline desenvolvido pode ajudar
a compreender os resultados obtidos pelo Totoro, identifi-
cando grupos de hiper-histórias metabólicas ligadas à di-
ferentes funções biológicas que podem explicar o fenômeno
estudado.

7.Trabalhos Futuros
Em relação ao futuro, seria importante tentar interpretar
os resultados obtidos com o conjunto maior de dados
(composto por 56 515 391 hiper-histórias), e tentar aplicar
técnicas mais eficientes de manipulação, clustering e
visualização, do ponto de vista de memória e tempo, a este
tipo de dado.
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