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1 Introducao

Neste trabalho iremos descrever um sofisticado método para analisar algo-
ritmos de aproximacao para problemas de otimizacao combinatéria chamado
dual-fitting e apresentar algumas aplicagoes desse método. Comecaremos in-
troduzindo conceitos necessarios para o entendimento do método assim como
a notacao que adotaremos, inspirada na adotada no livto Uma Introducao
Sucinta a Algoritmos de Aproximagcdo |3|.

Problema de otimizacao

Um problema de otimizagcao possui trés ingredientes principais: um con-
junto de instdncias, um conjunto Sol(I) de solugdes para cada instancia I, e
uma fungao que atribui um nimero val(S) a cada solugao S. O nimero val(S)
¢ o0 valor de S. Um problema de otimizacao pode ser de minimizacao ou de
mazximizacao. Um problema de minimizacao esta interessado nas solugoes de
valor minimo, enquanto um problema de maximizacao esta interessado nas
solucoes de valor maximo.

Quando o conjunto Sol(I) associado a uma insténcia I é vazio, dizemos que
a instancia é invidvel; caso contrario, a instancia é dita vidvel. Uma solugao
cujo valor é minimo/maximo é chamada de solu¢do dtima do problema de
minimizagao/maximizagao. O valor de qualquer uma das solug¢oes 6timas de
uma instancia I sera denotado por opt(I). Portanto

opt(I) := val(S"),

onde S* & uma solucdo 6tima de I. E claro que esse niimero nao esté definido
se a instancia [ é invidvel. Ele também nao estd definido caso nao exista
uma solugao otima. Isso acontece, por exemplo, no caso de um problema de
minimizagao, se para todo S € Sol(I) existe S’ € Sol(I) tal que val(S") <
val(S).

Algoritmo de aproximacao

Considere um problema de otimizac¢do em que val(S) > 0 para toda solu-
¢ao S de qualquer instancia viavel I do problema. Seja A um algoritmo que,
para toda instancia viavel I do problema, devolve em tempo polinomial no ta-
manho de I uma solugdo A(I) do problema para a instancia /. Se o problema
¢ de minimizacao e

val(A(1)) < a- opt (1) (1)
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para toda instancia I vidvel, dizemos que A é uma «-aproxrimacdo para o
problema. O fator o é um nimero que pode depender de I. Dizemos que «
é uma razdo de aproximacdio do algoritmo. E claro que a > 1, uma vez que
o problema é de minimizacao. No caso de um problema de maximizacao, a
definicao fica com

val(A(I)) > « - opt(1)

no lugar de (1). E claro que nesse caso 0 < o < 1. Um algoritmo de apro-
ximagao ¢ uma a-aproximagao para algum «. Uma l-aproximagao para um
problema de otimizac¢ao ¢ um algoritmo polinomial exato para o problema.

Complexidade computacional

Existem centenas de problemas de otimizacao para os quais nao sao co-
nhecidos algoritmos polinomiais exatos. Mais do que isso, existem centenas de
problemas de otimizagao que sao ditos NP-dificeis. O que isso quer dizer?

Em vez de darmos a definicao formal deste conceito, passaremos apenas a
ideia por tras dele, pois é o suficiente para continuarmos nossa exposicao.

Se m ¢ um problema de otimizacao NP-dificil e projetarmos um algo-
ritmo polinomial exato para m, entao esse algoritmo pode ser transformado
em um algoritmo polinomial exato para qualquer outro problema de otimi-
zagao NP-dificil. Ou seja, resolver eficientemente um problema NP-dificil é
equivalente a resolver eficientemente todos os problemas NP-dificeis simulta-
neamente! Por isso tais problemas sao considerados dificeis e acredita-se que
nao exista algoritmo polinomial exato para eles.

Uma maneira de se lidar com problemas de otimizacao NP-dificeis é por
meio de algoritmos de aproximacao. Como é improvavel que exista um algo-
ritmo polinomial exato para esses problemas, buscam-se bons algoritmos de
aproximacao para eles.

Programas lineares

Um problema de programacao linear, ou programa linear, consiste no se-
guinte: dada uma matriz A indexada por M x N, um vetor b indexado por M,
um vetor ¢ indexado por N e parti¢oes { My, My, M3} e { N1, No, N3} de M e N



respectivamente, encontrar um vetor x indexado por N que

minimize cx

sob as restrigoes (Ax); b; para cada ¢ em M,

(Az); = b; para cada i em My,
(Azx); < b; para cada i em Msj,
x; > 0 paracada j em Ny,
x; < 0 para cada j em Ns.

Veja que cx é o produto interno entre os vetores ¢ e x, ambos indexados
por N. Ou seja, cx = ),y GiT;.

Usaremos a abreviatura P(A,b,c) para denotar esse programa linear; a
sequéncia de conjuntos My, Ms, M3, N1, No, N3 fica subentendida nessa nota-
¢ao. Embora o programa linear tenha sido formulado como um problema de
minimizagao, nossa definicao inclui, implicitamente, problemas de maximiza-
¢a0, uma vez que maximizar cx € equivalente a minimizar —cux.

Quando A, b e ¢ estao claros do contexto, escrevemos P em vez de
P(A,b,c¢). Uma solugdo do programa linear P é um vetor x indexado por N
que satisfaz as restricoes de P; o valor de uma solucao x é o nimero cx. Com
isso, podemos pensar no programa linear como um problema de otimizacao.

Para um vetor z indexado por N, denotamos por V (P, x) o nimero cx.
Quando x é uma solu¢do de P, vale entdo que V (P, z) é o valor de z em P.

O conjunto de todas as solu¢oes do problema P(A, b, ¢) sera denotado por
X (A,b). Se X(A,b) é vazio, dizemos que o problema é invidvel. Caso contrario,
o problema é vidvel. Dizemos que o problema é [imitado se existe um namero w
tal que cx > w para todo x em X (A, b); caso contrario, o problema ¢ ilimitado.

Assim, de maneira analoga ao que fizemos com problemas de otimizacao,
se P é viavel e limitado, definimos solucao dtima de P e walor dtimo de P,
denotado por opt(P). Problemas inviaveis e ilimitados nao tém solu¢do 6tima.

Dualidade

Ha uma importante relacao de dualidade entre programas lineares. O
dual do programa linear P(A,b,c) é o problema de programacdo linear
P(—AT —c,—b), onde AT é a transposta da matriz A e os conjuntos de indices
sao Ni, No, N3, My, My, Ms. E claro que esse programa linear também pode



ser escrito assim: encontrar um vetor y indexado por M que

maximize yb

sob as restrigoes (yA); c; para cada j em Ny,

(yA); = c¢; para cada j em Ny,
(yA); > c¢; para cada j em Nj,
y; > 0 para cada i em M,
y; < 0 para cada i em Msj.

Convém usar uma notacao especifica para o dual: o programa linear acima
sera denotado por D(A, ¢, b) e seu conjunto de solugoes viaveis por Y (A, c). O
valor de uma solugao y de D(A, ¢, b) é yb.

Em discussoes sobre um par dual de programas lineares, ¢ comum dizer
que um deles é “o primal” e o outro é “o dual”. Adotada essa convencao, um
vetor x indexado por N é um “vetor primal” e um vetor y indexado por M é
um “vetor dual”.

Iremos considerar o caso em que o programa linear considerado primal é
um problema de minimizacao para enunciar o Teorema Fraco da Dualidade e
o Teorema Forte da Dualidade.

O Teorema Fraco da Dualidade nos diz que o valor de qualquer solucao
do programa dual é sempre menor ou igual ao valor de qualquer solugao do
programa primal. J& o Teorema Forte da Dualidade diz que se o primal e o
dual sao viaveis, entao ambos possuem solucao 6tima e o valor 6timo dos dois
programas lineares é o mesmo.

Programas lineares inteiros

Um programa linear inteiro é um programa linear P(A,b, c) onde, adici-
onalmente, exige-se que algumas coordenadas especificas das solugoes sejam
inteiras.

E muito comum formular um problema de otimizacdo como um programa
linear inteiro. O programa linear obtido de um tal programa linear inteiro
ignorando-se as restricoes de integralidade ¢ uma relazacao linear do problema
de otimizacao. Relaxacoes lineares de problemas de otimizacao sao muito
usadas no projeto de algoritmos de aproximacao para tais problemas. Isso
porque programas lineares podem ser resolvidos em tempo polinomial, por
exemplo pelo método dos elipsdides [6].



2 Dual-Fitting

O método dual-fitting nos permite analisar alguns algoritmos de aproxima-
¢ao utilizando a teoria da dualidade de programacao linear. Para um problema
de minimizacao, o método pode ser descrito da seguinte maneira. Note que a
definicao para problemas de maximizagao é analoga.

Considere, para uma dada instancia I do problema, um programa linear
P(I) que é uma relaxacdo de um programa linear inteiro equivalente ao pro-
blema para essa instancia, e seu dual D(I). Qualquer solu¢ao do problema para
esta instancia corresponde a uma solu¢ao de P(I) de mesmo valor. Sendo as-
sim, opt(P(I)) < opt(I). Se D(I) for viavel, entdo pelo Teorema Forte da
Dualidade, os valores das solucoes 6timas de P(I) e de D(I) sao iguais. Neste
caso, portanto, opt(D(I)) = opt(P(I)) < opt(I). Em outras palavras, o valor
6timo do dual do programa linear correspondente & relaxacao do problema é
uma delimitacao inferior para o valor 6timo do problema.

Todo algoritmo para o problema original no fundo devolve uma solucao
de P(I) (ndo necessariamente o0tima). Em algumas situacoes, o algoritmo
determina implicitamente um vetor dual y que ¢ candidato a solugao de D([)
relacionado de alguma maneira a solugao de P(I) devolvida.

Se o candidato a solucao dual definido pelo algoritmo for de fato uma
solucao de D(I) e seu valor for pelo menos o valor da solugao primal devolvida,
terfamos que a solucao primal devolvida pelo algoritmo seria 6tima, e portanto
a solucao devolvida pelo algoritmo seria 6tima para o problema original. Nao é
o que geralmente acontece. Mas se para algum ntimero positivo ¢ mostrarmos
que £ & uma solugao do dual, onde y é o candidato & solugao dual definido
pelo algoritmo, e que o valor de y é pelo menos o valor da solugao de P(I)

devolvida, o algoritmo é uma c-aproximacao como mostraremos a seguir.

Seja x a solucao primal definida pelo algoritmo e y o candidato a solugao

dual definido implicitamente pelo algoritmo para uma instancia I qualquer.

Seja ainda gy’ definido como y' = £.

Se mostrarmos que 3’ ¢ uma solucao do problema dual, temos:
V(D().y) < opt(D(D) = opt(P(I)) < opt(D).

Finalmente, se mostrarmos que V(P(I),z) < V(D(I),y), podemos con-
cluir que

V(P(I),z) <V(D(I),y) = c-V(D(I),y') < c-opt(]).
Portanto, o algoritmo é uma c-aproximagao para o problema.
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A ideia do método dual-fitting portanto é, para um dado algoritmo, de-
tectar se é possivel encontrar, juntamente com a solucao do problema, um
candidato a solucao dual e uma boa constante ¢ que satisfaca as condigoes
acima.

Prosseguimos mostrando a aplicagao do método a alguns problemas es-

pecificos. Os dois primeiros exemplos sao tirados do capitulo 13 do livro de
Vazirani [8].



3 Cobertura minima por conjuntos

Para apresentarmos o Problema da Cobertura Minima por Conjuntos, do-
ravante também chamado de MinCC, sao necessarias algumas definigoes.

Seja ¥ um conjunto finito e S uma colecao de subconjuntos de E. Uma
cobertura de E em S é um subconjunto 7 de S tal que para todo e € E temos
que e € S para algum S € 7.

Se 7 é uma cobertura de E em S e temos um custo c tal que cg € Q> para
cada S € S, definimos ¢(7) como o niimero ) . _cs.

Agora podemos definir o problema MinCC como visto abaixo:

Problema MINCC (FE,S,c): Dados um conjunto finito E, uma co-
le¢ao finita S de subconjuntos ndo-vazios de E (que cobre E) e um
custo cg € Q> para cada S € S, encontrar uma cobertura 7 de E em
S que minimize ¢(T).

3.1 Algoritmo

O algoritmo guloso proposto por Chvatal [4] para este problema pode ser
escrito como:

Algoritmo MINCC-CHVATAL (F, S, ¢)
1.8 S
2. F' —F
3.7 10
4. enquanto £’ # ()
5. seja Z em S’ tal que ¢z/|Z N E’| € minimo
6. E — E\Z
7 S —{SeS:SNE #0}
8 T—1TU{Z}
9

. devolva 7

E facil ver que o seguinte invariante vale no inicio de cada iteracdo do
enquanto da linha 4: a cole¢do 7 é uma cobertura de £\ £’ em S. Como ao
final da execucao do algoritmo E’ = (), temos que a colegao 7 devolvida é de
fato uma cobertura de £ em S.

A cada iteracao do algoritmo MINCC-CHVATAL, pelo menos um elemento
¢ retirado de E’, ja que S’ no inicio da iteracao possui apenas conjuntos que



possuem interseccao nao-vazia com E’. Sendo assim, o bloco de linhas 4-8 ¢é
executado O(|E|) vezes. Podemos pensar em uma implementacao que repre-
senta cada S em S como um vetor booleano indexado por F, e mantém, para
cada S em S, contadores do ntimero de elementos de £’ que pertencem a S. O
conjunto E’ também pode ser representado como um vetor booleano indexado
por E. Com isso, a linha 5 consome tempo O(|S]), a linha 6 consome O(|E]),
a linha 7, que pode incluir a atualizagdo dos contadores, consome O(|S|-|E|),
e finalmente a linha 8 consome O(1). Com essa implementagao, o consumo de
tempo do algoritmo é O(|S| - |E|?), que é polinomial no tamanho da entrada
que ¢ Q(|S| + | E)).

3.2 Razao de aproximacao

Teorema 1: O algoritmo MINCC-CHVATAL é uma H,-aproximacao
para o problema MINCC (E, S, ¢), onde n = |E|.

Demonstragao: Vamos provar o teorema através do método dual-fitting.

Considere o programa linear inteiro PI(E,S,c) que é equivalente ao
MinCC para qualquer instancia viavel: encontrar um vetor x indexado por
S que

minimize cx
sob as restricoes ) 4. ¢ %s > 1 para todo e € F,
xg € {0,1} para todo S € S.

Seja P(E, S, c¢) um programa linear que é a relaxagao linear de PI(E, S, c).
Entao, P(E,S,c) consiste em encontrar um vetor x indexado por S que
minimize cx
sob as restrigbes ) ¢ . og > 1 para todo e € E,
rg > 0 para todo S € S.

O dual D(E,S,c) de P(E,S, ¢) pode ser escrito como: encontrar um vetor
y indexado por F que

maximize Y _p e
sob as restriges ). _o¥e < cg para todo S € S,

Y > 0 para todo e € FE.

O algoritmo MINCC-CHVATAL define uma solucao primal x, e mostrare-
mos um candidato a solugao dual y adequado.

A solucao primal = é dada pelos conjuntos escolhidos pelo algoritmo. Se
T & a cobertura devolvida pelo algoritmo, xrg = 1se S € 7 e xg = 0 caso
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contrario.

Para apresentarmos o candidato a solucao dual y, precisamos de algumas
definicoes.

Para um elemento e € F, considere a iteracao em que e é removido de £’
na linha 6. Seja C, = E \ E' para E’ no inicio desta iteracao e S, o conjunto
Z escolhido nesta iteracao. Observe que 7 = {S, : e € E'}.

O candidato a solucao dual é definido para cada e em E como

y _ CSe
TS\ Gl

Este candidato a solugao dual em geral nao é uma solucao dual, pois nao
satisfaz a restricdo ) .o ¥ < cg.

Porém, o valor desta solucao é pelo menos o valor da solucao primal z
encontrada pelo algoritmo. De fato, para cada S € 7, considere a iteracao em
que S é o conjunto Z escolhido na linha 5 do algoritmo e seja Cs = E \ E’
para E’ no inicio dessa iteracao. Entao

5= 2 1S\ Cyf

eeS\Cs

PN AYeA @)

EGS\CS

= Z Ye,

eES\Cs
onde (2) vale pois, para todo e € S\ Cg, temos que S, = S e C. = Cs. De
fato cada e € S\ Cs é removido de E’ na linha 6 exatamente nessa iteragao.
Entao,

V(P(E,S,c),z) = ch = Zye =V(D(E,S,c),y).

Ser ecE

Considere agora o vetor ¢’ indexado por F tal que y, = y./H,, para cada e
em FE, onde H, ¢ o n-ésimo numero harmoénico. Vamos mostrar que ¢y’ ¢ uma
solugao do problema dual D(E,S,c), ou seja, que Y oy, < cs para todo
S € 8, ja que sabemos que y, > 0 para todo e € E pois y. > 0 para todo
ec k.

Seja S € S, e sejam eq, €q, ..., e, 0s elementos de S na ordem em que sao
cobertos pelo algoritmo, ou seja, que saem do conjunto E’.
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No inicio da iteracao em que o elemento e; é coberto, existem pelo menos
k — i+ 1 elementos descobertos em S. Assim ., ¢ no maximo cg/(k — i+ 1).
De fato, como o algoritmo escolhe sempre um conjunto Z tal que c¢z/|Z N E'|

¢ minimo e ‘Sg—SE/' < =57, temos que y,, < cs/(k —i+ 1) e portanto,
/ Cs
< ———
Yoo =k iy D H,
Mas entao
Cs Hk
S =cs— < cg.

Portanto, ¥’ ¢ uma solugdo do problema dual D(E,S,c) e consequente-
mente,

V(D(E,S,¢),y") < opt(D(E,S,c)) = opt(P(E,S,¢c)) < opt(E,S,c).

Finalmente, podemos concluir que o custo da cobertura 7 devolvida pelo
algoritmo MINCC-CHVATAL ¢ tal que

c(r) =V(P(E,S,c),x) <V(D(E,S,c),y).

Como temos V(D(E,S,c),y) = H, V(D(E,S,c),y), pois a fungao
objetivo de D(E, S, ¢) é linear, segue que

c(r) < H,-V(D(E,S,c),y) < H,-opt(E,S,c)

e o algoritmo é uma H,-aproximagao para o problema.
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4 Multi-cobertura minima por conjuntos

Para apresentarmos o Problema da Multi-Cobertura Minima por Conjuntos
Restrita, doravante também chamado de MinMCCR, sao necessarias algumas
definicoes.

Seja EF um conjunto finito e S uma colecao de subconjuntos de E. Seja
ainda r um vetor indexado por E que associa a cada elemento e € E um
nimero nao-negativo r. que é a quantidade de vezes que e deve ser coberto.
Uma multi-cobertura de E em S sujeita a r é um subconjunto 7 de S tal que,

para todo e em F,
HSeT:eeS}H >r..

Observe que uma multi-cobertura de ' em S sujeita a r é um conjunto
de elementos de S e nao um multi-conjunto de elementos de S. O adjetivo
“restrita” no nome do problema vem deste fato.

Se temos um custo ¢ tal que c¢g € Q> para cada S € S como antes, ¢(T)
denota o niimero ) ¢ cg.

Agora podemos definir o problema MinMCCR como visto abaixo:

Problema MINMCCR (F,S,¢,r): Dados um conjunto finito E, um
vetor r, indexado por F, que associa a cada elemento e € F um niimero
positivo r. de vezes que e deve ser coberto, uma colecao finita S de
subconjuntos nao-vazios de FE, que é uma multi-cobertura de E em
S sujeita a r, e um custo cg € Q> para cada S € S, encontrar uma
multi-cobertura T de E em S sujeita a r que minimize ¢(T).

4.1 Algoritmo

Para esse problema, é possivel escrever um algoritmo guloso similar ao
que mostramos para o MinCC. Este algoritmo, a cada iteragao, para cada
conjunto S € §, considera uma relagao custo-beneficio, que depende do custo
do conjunto S e de quantos elementos de S nao estao cobertos, ou seja, estao em
E’ no inicio da iteragao, e entao escolhe o conjunto de melhor custo-beneficio.

Algoritmo MINMCCR-GULOSO (E,S,¢,r)
1. 88
2. B — FE
3.7 —r
4

T 0
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5. enquanto E’ # ()
6. seja Z em S’ tal que ¢z/|Z N E’| € minimo
7. para cada e em Z N E’' faca
8. rle—rl—1
9. FE «—{ecFE:r. >0}
10. S «8\{7}
11. S8~ {SeS:SNE #0}
12. 17— 717U{Z}
13. devolva 7

Seja r”(e) = r(e) — 7'(e) para todo e em E. E facil ver que os seguintes
invariantes sao mantidos:

e 7 é uma multi-cobertura de E em S sujeita a r”.
e 7/ =( para todo e em E \ E'.

Pela linha 10, um conjunto S € S nao ¢ escolhido pelo algoritmo mais
de uma vez, garantindo a validade do primeiro invariante. Como ao final
da execugao do algoritmo E' = () e v/ = r. —r, = 0 para todo e em E,
consequentemente 7, na linha 13, é uma multi-cobertura de £ em & sujeita
ar.

Note que a cada iteracdo, para pelo menos um e em FE’, a linha 8 é exe-
cutada, pois para todo conjunto Z que é escolhido na linha 6, Z possui in-
tersec¢ao nao-vazia com E’. Sendo assim, o bloco de linhas 5-12 é executado
O(|E| - max{r. : e € E}) = O(|E| - |S|) vezes, pois S é uma multi-cobertura
de FE em S sujeita a r, logo r. < |S| para todo e em E. Podemos pensar em
uma implementacao do MINMCCR-GULOSO analoga a que sugerimos para o
MINCC-CHVATAL. Para isso cada S em S seria representado como um vetor
booleano indexado por F, assim como E’, porém r seria representado por um
vetor de inteiros indexado por E. Guardando o ntmero de elementos na in-
terseccao de cada conjunto de S com E’ durante a execucao do algoritmo, tal
implementacdo consome tempo O(|S|? - |E|?) e é polinomial no tamanho da
entrada que ¢ Q(|E| + |S]).

4.2 Razao de aproximacao

Teorema 2: O algoritmo MINMCCR-GULOSO é uma H,-
aproximagao para o problema MINMCCR (E,S,c,r), onde n = |E|.
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Demonstracao: Vamos provar o teorema através do método dual-fitting.

Considere o seguinte programa linear inteiro PI(E,S,c,r) que é equiva-
lente ao MinMCCR para qualquer instancia viavel: encontrar um vetor x
indexado por § que

minimize cx
sob as restricoes ) _qxg > 1. para cada e € F,
zg € {0,1} para cada S € S.

Seja P(E,S,c,r) um programa linear que é uma relaxagdo linear de
PI(E,S,c,r). Entao P(E,S,c,r) consiste em encontrar um vetor x indexado
por § que

minimize cx
sob as restricoes ) .o xg > 1 para cada e € F,
rg < 1 para cada S € S,
rg > 0 para cada S € S.

Note que a restricao xg < 1 para cada S € § nao ¢ redundante como era
no MinCC pois aqui é necessario exigir que cada conjunto S € S seja escolhido
no maximo uma vez.

Por causa das restricoes adicionais do MinMCCR em relacao ao MinCC,
para escrevermos o dual D(E,S,c,r) do programa linear acima, é necessario
utilizar-se mais um vetor dual z indexado por §. Sendo assim, D(E,S,c,r)
pode ser escrito como: encontrar um vetor y indexado por E e um vetor z
indexado por S que

maximize ) . pTele — D ges 29
sob as restricoes ) __¢¥e — 25 < cg para cada S € S,

Y > 0 para cada e € E,
zg > 0 para cada S € S.

A solucao primal z é dada pelos conjuntos escolhidos pelo algoritmo. Se
7 ¢ a multi-cobertura devolvida pelo algoritmo, xg =1se S € 7 e x5 = 0 caso
contrario.

Para apresentarmos um candidato a solu¢ao dual conveniente, como fize-
mos no MinCC, podemos pensar que, quando um conjunto S € § é escolhido
para entrar na cobertura 7 em uma dada iteracao do algoritmo, o seu custo
¢ dividido igualmente para cada elemento e de S N E’ para E’ no inicio dessa
iteracdo. Sendo assim, definimos y. ;) = cs/|S N E'|, sendo S o conjunto Z
escolhido na linha 6 do algoritmo no inicio da iteracao em que o elemento e
¢é coberto pela j-ésima vez, para cadaeem F e j =1,2,...,r., onde r, é tal
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que a ultima vez que e é coberto na execucao do algoritmo é a r.-ésima vez.

Como o algoritmo sempre escolhe um conjunto Z na linha 6 tal que
cz/|Z N E'| ¢ minimo, e cz/|Z N E’| ndo decresce a cada iteragao, temos que
para um dado elemento e € E:

Y(e,1) < Y(e,2) <. < Y(eyre)-

Um par (o, 3) que é candidato a solugao dual, onde « é indexado por E e 3
¢ indexado por S, serd definido a seguir. Para todo e em E, tome o, = Y ).
Para todo S € 7, tome s = > o (@ — Y(e,j.)), onde j. é a vez em que e foi
coberto por S, e Cs = SN E’ no inicio da iteracao em que S é escolhido como
o conjunto Z na linha 6 do algoritmo. Para todo S € S\ 7, tome g = 0.

Vamos provar agora que o valor deste par («, 3) é pelo menos o valor da so-
lugao primal, ou ainda, pelo menos o custo da multi-cobertura 7 devolvida pelo
algoritmo. Como o custo de cada conjunto S € 7 é dividido pelos elementos
que sao cobertos por S segue que,

(=33 v

ecFE j=1

O valor da fungao objetivo de D(FE,S, ¢, r) para o par (a,f3) é

D orete—Y s =) reae— Y (reae— Z Yies) = DD Yeq = c(7)

eclk Ses eck eck j= e€E j=1

como queriamos demonstrar.

O par (a, 3) que definimos em geral nao ¢ uma solugao de D(E,S, ¢, ).
Porém, mostraremos que, a partir dele, usando um fator de escala, é possivel
construir uma solugdo dual (¢/, 3") como definiremos a seguir:

a
o, = —= paracadae € E,
n

By = % para cada S € S,

n

onde n = |F|, como definido anteriormente.
Vamos provar que o par (o/,3') é uma solugao de D(E, S, ¢, 7).

Seja S € § e sejam eq, eq,..., e, 05 elementos de S na ordem em que sao
totalmente cobertos pelo algoritmo, ou seja, que saem do conjunto E'.
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Suponha que S nao pertenca & multi-cobertura 7 devolvida pelo algoritmo.
Neste caso, no inicio da iteragao em que o algoritmo escolheu um conjunto
que cobriu por completo um elemento e; € S, existiam pelo menos k — 7 + 1
elementos em S N E’. Entao

<_ 58
Yewre) = 1011

pela escolha da linha 6 do algoritmo. Como g = 0, temos que

k
1 cs 1 1 1
E Ty — ’:_.E oy = (4 ——+- -+ ) < cs.

Suponha agora que S pertenca & multi-cobertura 7. Tome £’ como o
ntumero de elementos de S que j& se encontravam completamente cobertos no
inicio da iteracdo em que S foi escolhido pelo algoritmo. Note que k — k' =
|S'N E'| no inicio dessa iteragdo e 0 < k' < k. Entao,

k k k

1
(Z O/el) —Bs = o [Z Y(eire,) — Z (y(eiﬂ'ei) - y(6i>ji)>]
i=1 "=l i=k'+1
1 K’ k
= 0 [Z Yeire,) T Z y(eiyji)L
=1 i=k'+1

onde j; é a vez que e; é coberto por S, ou seja, j; = (re, — r, + 1) no ini-
cio da iteracao em que S é adicionado a 7. Note que Zf:k,ﬂ Y(esji) = Cs
pois o custo do conjunto S é dividido igualmente entre os elementos que sao
parcialmente cobertos por S na iteragdo em que este é escolhido. Agora seja
i€{1,2,...,K'}. Ao fim da iteragdo em que e; sai de E’, o conjunto S nao foi
escolhido e existem pelo menos k — ¢ 4+ 1 elementos de E' que pertencem a S.
Sendo assim, temos que Yy, ) < =2 Entao,

— k—i41"
i c 1 1
g, o< Sz - 1
(;aei) ﬁS — Hn (k'+ +k_k/+1+ )
S Cg.

A ultima desigualdade vale pois (%
ainda Hp < H, uma vez que k < n.

+...+#url+1)§}[kjaquek’<ke

Sendo assim, temos que o par (o', ') é uma solucao de D(FE,S,c, ).
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Como ja mostramos, vale que
o(t) = E TeQle — E Bs
ecl SeS
¢ entao temos

(1) =Y reac—Y s =Ho- [y reai =Y 05 < Hy- opt(E, S, c.r)

eclk SeS e€lR SeS

onde a ultima desigualdade vale pois o par (¢/,) é uma solu¢do de
D(E,S,c,r) e consequentemente)  _p 7o, — > o o 5 € uma delimitacao in-
ferior para o valor 6timo do problema. Sendo assim, temos que o algoritmo
guloso apresentado é uma H,-aproximacao para o MinMCCR.

O
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5 Localizacao de instalacoes

O Problema da Localizagcdo de Instalagoes (facility location), doravante
também chamado de MinLI, pode ser definido como visto abaixo:

Problema MINLI (m,n, f,c¢): Dados inteiros positivos m e n, um

custo de abertura f; € Q> parai € {1,...,m} e um custo de conexao
¢;; € Q> para todoi € {1,...,m} e todo j € {1,...,n}, determinar
um conjunto nao-vazio F C {1,...,m} tal que
n
Z:fZ + Zmin{cij i€ F}
ieF j=1
seja minimo.
O conjunto {1,...,m} representa m instalagdes, enquanto que o conjunto
{1,...,n} representa n cidades. Para simplificar, denotaremos um conjunto
{1,...,¢} por [{].

Iremos estudar o caso métrico desse problema, o qual chamaremos de Pro-
blema Métrico da Localizacao de Instalacoes, ou ainda MinMLI. No MinMLI os
custos de conexao respeitam a desigualdade triangular, ou seja, para quaisquer
duas instalacoes i e i’ e duas cidades j e j', vale que:

Cij < Cij + Cyr + Citj.

Agora iremos apresentar e analisar um algoritmo de aproximacao para
esse problema utilizando a técnica do dual-fitting. Esse algoritmo foi proposto
e analisado por Mahdian et al. [7], juntamente com uma versao melhorada cuja
andalise é ainda mais complexa.

5.1 Algoritmo

O algoritmo que apresentaremos para o MinMLI possui uma abordagem
gulosa. Para entendé-lo sao necessarias algumas definicoes.

Uma estrela S = (7,C) é um par ordenado que possui uma instalacao
i € [m] e um subconjunto nao-vazio C' de [n]. O custo de uma estrela (i, C)
¢ dado pelo custo de abertura da instalacao ¢ mais a soma dos custos de
conexao entre a instalacao ¢ e cada cidade de C'. Formalmente, para uma
estrela S = (1,C),

custo(S) = fi + ch-j.

jec
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Algumas vezes abusaremos da notagdo, e para uma estrela S = (i,C) e
um conjunto de cidades C’, escreveremos S N C’ no lugar de C N C".

O algoritmo ¢é iterativo, e consiste em, a cada iteracao, escolher e adicionar
a solucao uma instalacao que corresponde a uma estrela de menor “custo
médio” dentre todas as estrelas possiveis de serem formadas com as cidades
que ainda nao foram conectadas a nenhuma instalagao. O algoritmo pode ser
escrito da seguinte forma:

Algoritmo MINMLI-GULOSO (m,n, f,¢)
. C «— [n]
L F—0
=t
. enquanto C # ()

Fi+2 ec Cij
IC]

1
2
3
4
5.  tome uma estrela (i,C), i € [m] e C' C C, que minimiza
6 F — Fui}

7 fl—0

8 C—C\C

9 . devolva F.

Note que o F devolvido pelo algoritmo é de fato uma solu¢ao (ndo neces-
sariamente Otima) para o problema, pois é um subconjunto ndo-vazio de [m].
Isso porque C = [n] # () no inicio da execucao do algoritmo, e portanto pelo
menos uma iteracao precisa ocorrer e pelo menos uma instalacao é escolhida
para entrar em F para que C se torne vazio e o algoritmo termine.

Pelo menos uma cidade sai de C a cada itera¢ao, pois como o par (i,C)
escolhido na linha 5 é uma estrela temos C C C e C' # (), e portanto alguma
cidade sai de C na linha 8. Portanto o bloco de linhas 4-8 é executado O(n)
vezes. Cada execucao de uma linha do algoritmo com excecao da linha 5
consome tempo O(n?), inclusive a linha 6, pois |F| < n sempre que a linha 6
é executada. A analise do consumo de tempo da linha 5 merece um cuidado
especial que tomaremos a seguir.

E importante ressaltar que o namero de estrelas que sdao candidatas a
escolha na linha 5 é em geral exponencial no tamanho da entrada do problema.
Porém é possivel encontrar uma tal estrela em tempo polinomial usando a
seguinte estratégia.

Para cada instalagdo ¢ € [m], ordene as cidades em C em ordem nao-
decrescente do custo de conexao entre ¢ e cada uma dessas cidades. Uma
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estrela como se deseja contera uma determinada instalacao ¢ e um conjunto de
cidades que contém as k primeiras cidades na ordenacao de C imposta por @

para algum k entre 1 e |C|. Ou seja, uma estrela (i, C') que minimiza ]UFZ%TTCCJ
¢ tal que nao existe um conjunto ¢’ C C com |C'| = [Cle Y v cij < D cc Cij-

Assim, desconsiderando-se os empates, os elementos de C' sao os de menor
custo ¢;; com j em C. Sendo assim, é possivel executar a linha 5 em tempo
O(m-n-logn). Podemos concluir que o tempo de execugao do algoritmo ¢ O(n-
(n?+mnlogn)), ou seja, polinomial no tamanho da instancia, que ¢ Q(mn). E
possivel melhorar essa complexidade utilizando-se algumas estruturas de dados
especificas, mas isso nao serd discutido aqui.

fit+>jec cij . . ,
O valor %C” que ¢é calculado na linha 5 ¢ o que chamamos de “custo

médio” da estrela (i, C).

5.2 Razao de aproximacgao

Como foi mostrado por Balinsky [2]|, o problema MinLI pode ser escrito
como um programa linear inteiro. Mostraremos aqui um programa linear in-
teiro para o MinMLI que é conveniente para a andlise que apresentaremos.
Considere que S é o conjunto de todas as estrelas possiveis a partir de [m] e
[n]. Tal programa linear consiste em encontrar um vetor x indexado por S que

minimize g custo(S) - xg
Ses

sob as restri¢oes Z xg > 1 para todo j € [n],
S:jeSs
rg € {0,1} para todo S € S.

Podemos escrever uma relaxagao linear correspondente P(m,n, f,c¢) que
consiste em encontrar um vetor x indexado por S que

minimize g custo(S) - xg
Ses

sob as restri¢oes Z xrg > 1 para todo j € [n],
S:jes
rg > 0 para todo S € S.

O dual D(m, n, f,c) do programa linear P(m,n, f, ¢) consiste em encontrar
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um vetor y indexado por [n] que
maximize Z Y;
Jj€[n]

sob as restri¢oes Z y; < custo(S) para todo S € S,
j€SN[N]
y; > 0 para todo j € [n].

Provaremos que o algoritmo mostrado ¢ uma 1,861-aproximagao para o
MinMLI, mas para isso ¢ mais conveniente escrever esse algoritmo de uma
outra forma. Para chegarmos a essa forma, devemos olhar com cuidado para
o vetor dual y. Podemos entender que y; ¢ a contribuicao da cidade j para
o custo total. Mostraremos a seguir, que a primeira restricao de D(m,n, f,c)
pode ser reescrita como: ). max(0,y; — ¢;) < f; para todo i € [m],

Definimos os conjuntos S;, com ¢ € [m], da seguinte forma:

S; = {5 : S é uma estrela que possui ¢ como instalacao}.

Se D icsnm Yi < custo(S) para todo S € S, entdo para todo i € [m] vale
que

Z Yj S fz + Z Cij, para todo S S Sl

j€SN[n) jesnin]
Juntando-se os somatorios

Z (y; — cij) < fi, para todo S € S;.

jesnn]

Seja C; ={j € [n] : y; — ¢;; > 0}. Note que (¢, C;) pertence a S;. Logo

>y —ciy) < [

JEC;

Pela defini¢ao de Cj, temos que . .. (y; — ¢ij) = Zje[n] max(0, y; — ¢i;)
e portanto
Z maX<Oa y] - CZ_]) S fi?
j€ln]
concluindo-se assim a prova de uma direcao da equivaléncia das restrigoes.

Por outro lado, se Zje[n] max(0,y; — ¢;;) < f; para toda instalagao 4, temos
que

Z (y; —cij) < Z max(0,y; — ¢;;) < fi, para todo S € S;.

jesn[n] J€[n]
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Portanto

Z y; < fi + Z ¢;; = custo(S), para todo S € S;.

jesSN[n] jesSN[n]

Como S = Ujgm)S;, as desigualdades acima implicam que

Z y; < custo(S), para todo S € S.

jesSN[n]

A luz desses fatos e introduzindo uma nocao de tempo ao algoritmo apre-
sentado, através da variavel ¢t que cresce a cada iteracao, podemos reescrevé-lo
da seguinte maneira:

Algoritmo MINMLI-GULOSO2 (m,n, f,¢)
1. C «— [n]
2. F 10
3. paracada j € C fagay; < 0
4. enquanto C # ()

5.
6
7.
8.
9

10.

11.

12.
13.
14.
15.
16.
17.
18.
19.
20.

para cada j € C faca
t; < min{c;; i € F}
para cada i € [m] \ F faca
Sejam ji, ..., jic| os elementos de C tais que c;j, < -+ < ¢y,

sk
k; — argmin{m% 1 <EkE<|C|}
Ci — {j17j27 s 7]1%}

fi+>ico. Cij
;o Jtec,c
L= —a

t «— min{min{¢; : j € C}, min{¢t; : i € [m]| \ F}}
para cada j € C faca
yj 1t
se t = min{¢t; : j € C}
entdo seja j € C tal que t; =1
C—=C\{j}
sendo seja i € [m] \ F tal que t; =t
F — FuU{i}
C—C\C;

21. devolva (F, y).
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As linhas 3, 13 e 14 e a devolucao do y podem ser omitidas, ja que y
nao ¢ utilizado na determinacao de F. Porém, para uma determinada instan-
cia I, y pode ser utilizado para determinar uma delimitacao superior para a
razao de aproximacao do algoritmo para [ especificamente, como mostraremos
mais para frente. Note que esta delimitacao pode ser menor que a razao de
aproximacao que iremos obter analisando o algoritmo no caso geral.

O conjunto F corresponde ao conjunto {i € [m] : f/ = 0} da primeira
versao do algoritmo. Perceba que as linhas 7-11 juntamente com o calculo
de min{#; : ¢ € [m]\ F} na linha 12 correspondem & determinacdo, na pri-

. ~ . . e FI4+>0cocij
meira versao do algoritmo, de uma estrela (i, C') que minimiza %

cada instalacao ¢ tal que f/ # 0. A escolha que fazemos na linha 9 é con-
sequéncia de uma propriedade que ja mostramos na analise do consumo de
tempo da primeira versao do algoritmo. Para esta versao, essa propriedade
nos diz que existe uma estrela como procuramos composta de uma determi-
nada instalacao ¢ e as k primeiras cidades de C na ordem obtida na linha 8 da
iteragdo correspondente a 7 no lago da linha 7, para algum k& < |C|. Na linha
9 podemos determinar, para cada instalacao 7, um k; de forma que se 7 for a
instalagdo de uma dessas estrelas procuradas (decisdo que ocorre no calculo de
min{¢; : ¢ € [m] \ F} na linha 12), entdo (i, k;) ¢ uma dessas estrelas.

para

Ja as linhas 6 e 7 correspondem a determinacao de uma estrela (i, {j}) em
que f/ = 0 que minimiza f; + ¢;; = ¢;;. Note que se uma estrela (i,C), com
Fit>jeccis
. ] . -
j € C}). Sendo assim, a escolha de ¢t na linha 12 da segunda versdo do
algoritmo corresponde a determinagao de uma estrela de menor “custo médio”

na linha 5 da primeira versao.

f!' = 0 minimiza entdo o mesmo vale para a estrela (i, arg min{c;; :

Dizemos que as cidades em C; se conectaram & instalagao ¢ incluida em F
na linha 19 do algoritmo. Para cada cidade j removida de C' na linha 17, seja
¢ em F tal que t; = ¢;;. Dizemos que j se conectou a tal 1.

Utilizaremos a nocao de tempo introduzida ao algoritmo pela variavel ¢
durante a anélise. Sendo assim, é importante mostrar que essa nocao esta

bem definida.

Lema 3: O valor da variavel t calculado em uma iteracao que nao a
primeira é sempre maior ou igual ao valor de t na iteracao anterior.

Demonstracao: Seja v uma variavel qualquer presente no algoritmo
MINMLI-GULOSO2. Definimos v" como o valor de v ap6s a execucao da linha
12 na r-ésima iteracao do lago da linha 4.

Mostraremos que t"~! < " para todo r > 1.
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Primeiro, vamos analisar o caso em que t" = t; para algum j € C". Neste
caso, basta mostrar que

min{c;; :i € FrejeC} >t

Se F' = F ! temos que C" CC" e

" = min{cij e F ej € CT} 2 min{cij 11 € fTil e j € Cril} Z tril,
pois temos menos escolhas no minimo da r-ésima iteracao do que na anterior.

Se Fr = Fr~t U {i}, entdo C" C C"~! e basta mostrar que c; > t"~! para
todo ¢ em C". Suponha que ¢;; < 1 para algum ¢ em C". Note que ¢ nao
pertence ao C; ' pois caso contrario teria sido removido de C"~! na linha 20

e nao poderia estar em C”. Sendo assim, pela ordenacao da linha 8, podemos
afirmar que Cigrrt < t"=L para k = k/~'. Mas entdo

k+1
fi+2£+1c iy~ 1 _ f +Z£ IC’LJT 1+CZ],:;+%
k+1 k+1
A D s
kE+1 kE+1 ’

contrariando a escolha de k'

Segundo, vamos analisar o caso em que " # ¢; para todo j € C". Neste
caso, t" =t para algum i € [m] \ F". Seja k = k!. Pela ordenacao da linha 8
e como C" CCteiem]\F ! temos

fl + Zﬁ 1 Cz]T ! fl + lezl CU?

=1".
k k

t?”—l S (t )?“ 1 <

Assim sendo, t" > ¢"~! para todo r > 1.

Lema 4: Ao final do algoritmo MINMLI-GULOSO2, vale que

Zfqume{cw ZE}-}<Z%

iE€F JE€M]

Demonstracao: Seja D; o conjunto das cidades que sairam de C na linha
17 durante a execucao do algoritmo. Seja ainda D o conjunto das cidades que
safram de C na linha 20. Note que [n] = D; U Dy e D1 N Dy = (. Entao

Zyj:ZijrZyj.

Jj€n] JjeDr J€D>
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Para todo j em Dy U Ds, seja i, a instalacao a que a cidade j se conectou.
Além disso, para todo ¢ em F considere o conjunto C; calculado na linha 10
da iteracao em que ¢ entrou em F. Entao

f2+2 ivczé
I S S

jE€n] Jj€D1 Jj€D>

Mas como toda instalacao i entra em F na linha 19 se e somente se
|C;| cidades de Dy saem de C na mesma iteracdo na linha 20, temos que

fi; ~
Z:jeDz \c_jj| = Zief fi.- Entao

ZEEC
2u = D et it ) —ET

]E[TL] j€eDy ieF Jj€D>

= Zfﬁ' Z%j+ ZCijj

i€F Jj€Dy Jj€D2

> Zfz—i—me{c” ieF}.

ieF j€ln]

O

Porém, y ndo é necessariamente uma solugao do dual D(m,n, f,c), pois
a restricao ZJG ] max(0,y; — ¢;;) < f; pode ndo ser respeitada para alguma
instalacao 7. O algoritmo garante que para todo 7 € F,

Z (yj —cij) = fi

JeC;

onde C; é o conjunto calculado na linha 10 da iteracdao em que ¢ entrou em F.
Mas, possivelmente, para algum j € [n] \ C;, temos que y; > ¢;; ao final da
execucao do algoritmo.

Vejamos um exemplo. Considere uma instancia em que m = 2, n = 4,
f1 == 17, fg == 10, C11 = 7, Clp = 7, C13 = 1, Cl4 = 17 Co1 = 27 Coo = 47 Co3 — 10 e
coq = 10, assim como na figura a seguir.
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Legenda:

Instalagao i
1
1 |
f =17 10 f
CIJ
2 1
fo =10
10
Cidade j

Vamos simular o algoritmo para essa instancia.

Antes da 1% iteracao

y1 |0 C |{1,2,3,4}
Yo 0 f @
y3 | 0 ]| Ch 0
Y4 0 02 @

Apos a 1% iteracao

U 8 C {3, 4}
y2 |8 F | {2}
ys |8 Cr| 0
Y4 8 02 {1, 2}

A instalacao 2 foi aberta apenas com as contribuicoes das cidades 1 e 2,
pois o custo de conexao entre as cidades 3 e 4 e a instalacao 2 é 10, maior que
o tempo corrente igual a 8.

Veja que a contribuicao das 4 cidades para a instalagao 1 nesse momento
E@®=7+B8-7+@8-1)+(8=1)=16 < fi.
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Apos a 2% iteracao
| 8 || C 0

Yo 8 f {1, 2}
Y3 9,5 Ol {3, 4}
Y4 9,5 02 {1, 2}

Apoés a segunda iteracao, o algoritmo termina pois o C se encontra va-
zio nesse momento. Perceba que ao fim da execucao do algoritmo temos
Eje[n] max(0,y; — c1;) = 19 > 17 = f;, violando a restricdo como queriamos
exemplificar.

Lembrando que estamos utilizando o método dual-fitting, devemos achar ~
tal que % seja solugao de D(m,n, f,c). Assim, o valor Zje[n] lfy—f serd uma deli-
mitacgao inferior para o valor 6timo do problema original e consequentemente
o algoritmo mostrado serd uma ~y-aproximacao para tal problema. Desejamos
determinar o menor valor que pudermos para 7 (mais proximo de 1), e é o que
seguiremos buscando nessa analise. Para tanto, precisamos mostrar algumas
propriedades de y.

Lema 5: Se a cidade j se conectou a instalagao i, entao y; > c;j.

Demonstracao: Para j removido de C na linha 17, temos que y; = t; = ¢;j,
para t; calculado nessa iteracao em que j sai de C. Para j removido na linha 20
fi+¥jec; s _ Fitl
] - k:
pela escolha de k; na linha 10, temos que t, - k; = f; + Zf;l Cij, > ki - cij, .
Logo y; =t; > Cijy, = Cij pela ordenacdo da linha 8. O

é preciso observar que y; = 1, =

%t o pela linha 11 e

Lema 6: Para quaisquer duas cidades j e j e qualquer instalacao i
vale que y; < yy + ¢ + cij.

Demonstracao: Se y; < y;, a desigualdade se torna 6bvia pois todo custo
de conexao ¢ nao-negativo. Caso contrario, ou seja, quando y; > y;, seja
7" a instalacao a que j' se conectou. Claro que i’ estava em F no tempo
y; > yy. Sendo assim temos que y; < ¢y; pois caso contrario a cidade j
teria se conectado a instalagdo i’ no tempo ¢t = ¢y; < y;. Pela desigualdade
triangular, vale que c;y; < ¢y + ¢y + ¢ij < Yy + iy + ¢y, POis Yy > cyjr pelo
Lema 5. O

Para que % seja solugao de D(m,n, f,c), o niimero y deve ser tal que para
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todo i € [m]

Z max(& — ¢ij,0) < fi.
v

JEN]

Note que, para uma determinada instalacao ¢, uma cidade j s6 contribui
para o valor do somatério acima se y; > v - ¢;;. Vamos supor, sem perda de
generalidade, que esse é o caso para todo j € {1,2,...,k;}, e apenas para
estes, para algum k;. Além disso, vamos supor, sem perda de generalidade,
que y; < ypyq para todo L tal que 1 < ¢ < k; — 1.

Lema 7: Para cada instalacao i e para cada cidade j, vale que
k;
ZZ:j max(y; — ¢, 0) < fi.

Demonstracao: Se j > k;, entao Z’Z:] max(y; — ¢y, 0) = 0 < f;. Admita
que j < k; e suponha que Ef:j max(y; — ¢je,0) > f;. Considere o tempo y;.
Como y; < yp quando j < ¢ < k;, as cidades {j,...,k;} estdo desconecta-
das antes do tempo y;, ou seja, estas cidades estao em C em qualquer tempo
anterior ao tempo y;. Mas entao, o custo de abertura da instalacao i es-
tava todo pago em algum momento antes do tempo y;, pois este teria sido
pago por estas cidades. Logo a instalagdao i abriu antes do tempo y;. Como
Z];:] max(y; — ¢, 0) > f; > 0, para algum £ em {7, ..., k;} temos que y; > c;.
Mas isso implica que ¢ saiu de C antes do tempo y;, uma contradicao ja que
ye > y;. Portanto ZIZ:] max(y; — ¢y, 0) < fi. O

Desejamos encontrar o menor v tal que Zle (%ﬂ —¢;;) < fi, para todo
i € [m]. Essa restri¢ao equivale a

k; ks
1 L ‘
— Zyj - Zcij < fi , para todo i € [m],
L =1
ou ainda a N
v 2> Zj:,i_yj , para todo i € [m].
fi + ijzl i

Tal v deve satisfazer essa desigualdade para toda instalacao de qualquer
instancia do problema. Ou seja, quaisquer que sejam os valores de m, n, f;,
para i € [m], ¢;; para i € [m], j € [n] e 0s y;, para j € [n] e k; para i € [m]
vindos do algoritmo, v deve satisfazer a desigualdade acima.

Vamos apresentar um programa racional PR(k), que para cada valor de k
tem como solucoes, entre outras coisas, instancias do MinMLI e os respectivos
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valores de y; do algoritmo: encontrar um vetor y indexado por [k], um vetor
d indexado por [k] e um nimero nao-negativo f que

maximize J%Tﬂj’dj
sob as restri¢oes Y < Yj para todo j € [k — 1]
v <ye+dj+dy para todo j € [k] e todo ¢ € [k]
Z];:j max(y; — dy,0) < f para todo j € [k]
yj,d; >0 para todo j € [k]
f=>0.

O f representa um custo de abertura genérico de uma instalagao, enquanto
que d; representa o custo de conexao entre tal instalacao e a cidade j. O Lema
6 garante que os yjs produzidos pelo algoritmo para uma instancia e custos de
conexao satisfazem a segunda restricao. O Lema 7 garante que esses mesmos
y;s satisfazem a terceira restrigdo. A primeira restrigao reflete nossa hipotese
que ¢é valida sem perda de generalidade.

Vamos encontrar um programa linear que seja equivalente a PR(k). Pode-
mos substituir cada restrigao do tipo Zf:j max(y; — d;,0) < f, evitando o cal-
culo do méaximo na restrigao, por outras duas restricoes lineares adicionando-se
um vetor x indexado por [k] x [k] ao programa. Mostraremos que PR(k) possui
o mesmo valor 6timo que o programa linear PLRRA(k) abaixo, que chamare-
mos de Programa Linear Revelador da Razao de Aprozimagao (factor-revealing
LP). O PLRRA(k) consiste em encontrar um vetor y indexado por [k], um vetor
d indexado por [k], um vetor x indexado por [k] X [k] e um niimero ndo-negativo
[ que

maximize Z?ﬂ Yj
sob as restricoes [ + Zle dj =1
Yi < Yi1 para j € [k — 1]
y; <yr+d;+d, paratodo j€ [k] e todo (€ [k
Tjp > Y; — de para todo j € |k

[
[
Zf:j < f para todo j € |
[
[

]
]
]
]
]

k
yj,d; >0 para todo j € |k
zjp >0 para todo j € [k] e todo ¢ € [k]

Para nos livrarmos da divisdo na fungio objetivo que existe em PR(k),
vamos mostrar o seguinte: se (y,d, f) é solu¢do de PR(k) entdo c- (y,d, f) é
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solucao de PR(k) de mesmo valor para todo nimero ¢ positivo. Uma vez que
isso for mostrado, podemos buscar solucoes que satisfazem f + Zle d; = 1.
Isso restringe as solugoes aquelas em que a fun¢ao objetivo é linear, e é o que
fazemos em PLRRA(k).

De fato, se (y, d, f) for uma solugdo de PR(k) e seja ¢ um niimero positivo.
Defina

/

Yy = € Y
= c-f.

Mostraremos que (y',d’, f') também ¢ solu¢ao de PR(k), e de mesmo valor
que (y,d, f). Como y; <yjy1ec>0,y;=c-y; <c-yj1 = y;,, para todo j.
Como y; < yp+dj+dy, temos que y; = c-y; < cryetc-dj+c-dy =y, +d;+d,
para todo j e £. Como Zif:j max(y; — dg,0) < f, vale que

k k
Z max(y; —d),0) = Z max(cy; — cdy, 0)
l=j

l=j
k
= Z ¢ - max(y; — dg, 0)
l=j
k
= ¢ Zmax(yj de, 0)
=
< ef=yp

Portanto (y/,d’, f') também é solugao de PR(k). Agora veja que

Zf:l Yj _ Z?:l Yy  C Z?:l Yj
F+3id of +35 ey o (f+ Y0 dy)
>y
j=1Yj

V(PR(K), (v, d'. ') =

Perceba que, em especial, se (y, d, f) é uma solu¢ao 6tima de PR(k), entao
¢ (y,d, f) também o é para todo ¢ positivo. Ou seja, o valor 6timo de PR(k)
¢ igual ao valor otimo de PLRRA(k).

Seja z;, o valor 6timo de PR(k) e de PLRRA(k) para um dado k > 1.
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Lema 8: Seja y = supy> 2k, entao ), max(% —¢i;,0) < fi para
todo i € [m].

Demonstracao: Tome i € [m|. Suponha, sem perda de generalidade, que
Yj > ¢ij apenas para j = 1,2,... k; para algum k; em [n]. Ademais, suponha
que y; < yo < ... < y,. Agora seja dy = ¢y para todo { em [k;] e f = f;.
Dessa forma (y, d, f) é solugdo do programa linear PR(k;), como mostraremos
a seguir.

Pela definigdo de f, y e d, temos que y; > 0 e d; > 0 para todo j em [k;],
assim como f > 0. Pela suposicao que fizemos, temos que y, < y,.1 para
todo ¢ em [k; — 1]. Pelo Lema 6, vale que y; < y;; + d; + d; para todo j e
todo 5/ em [k;]. Pelo Lema 7, vale que ZIZ:] max(y; — dg,0) < f para todo j

em [k;]. Portanto, (y,d, f) é solugao do programa PR(k;), e consequentemente
k

Zj;klyj < z,. Entao, manipulando essa desigualdade chegamos a
fit32501 cij ‘

Como v > 2, e y; > v - ¢;; para todo j € [k;] e apenas estes,

K ki

Z max(% —¢ij,0) = Z (% —cy) < Z (j—k] —¢ij) < fi-

j€ln] 7=l =t

N

O

Sendo assim, 7 = supys; 2 ¢ uma razao de aproximagao do algoritmo.
Mostraremos a seguir que este resultado nao pode ser melhorado, ou seja, que
esta anéalise é justa.

Considere uma solugao 6tima (y,d, f) do programa PLRRA(k) para um
dado k. Lembre-se que y é um vetor indexado por [k], d é um vetor indexado
por [k], e f é um niumero nao-negativo. Podemos construir uma instancia do
MinMLI tal que m = k+1 e n = k, a partir dessa solucao, da seguinte maneira.

Tome os custos de abertura f; de cada instalacao i em [m| como

f— 0,se 1 <i<k
t f.sei=k+1,

e tome os custos de conexao ¢;; entre cada instalacdo ¢ em [m] e cada cidade
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J em [n] como
Yj,sei =]
Cij: dj sez:k—I—l

d; +d; +y; , caso contrario.

Os custos de conexao definidos dessa forma respeitam a desigualdade trian-
gular, como mostraremos. Seja ¢ em [m] e j em [n]. Temos trés possibilidades:

e Se i =j, entdo ¢;; = y;, e ¢y = d; + dyg +y; > y; para todo ¢ € [k] tal
que ¢ # j. Portanto, para qualquer instalacao i’ # ¢ e cidade j' # 7,
Cijt + Cirr + Cirj 2 Yi + Coy + Cirj 2 Yi = Y = Cij

e Se i =k + 1, entdo ¢;; = dj, e para qualquer instalacdao i # i e cidade
J' # j temos que ¢;; < ¢y + ¢y + cpj, pois se i = j entdo ¢y =
di’+dj’+yi’ Z di’ = dj = C;j, €5€ i 7£ j entao Cyj = dzl—}-d]—f—yzl Z dj = Cij-

e Para as outras possibilidades de ¢ e j, vale que ¢;; = d; + d; + y;, e para
qualquer instalacao ' # 7 e cidade j' # j temos que ¢;; < ¢ +cirjr + cirj.
Se i’ = k41, entdo se i # j' temos ¢;jy + ¢cy; = d; +dy +y; +d; >
di + dj +y; = Cij, € s€ 1= j/ temos Cij + Cyr + Cirj = Yy + dj/ + dj =
yi+di+d; =cij. Sei’ # k41, entdo se i’ = j' temos que i # j e i’ # j
e entao Cij + Cirj = dz + dj/ + v + di/ + dj + Yy > dz + dj +y; = Cij, € S€
i' # j' temos ainda quatro casos:

— Sei = j, € i/ = j, entao Cij’ +Ci'j’ = y_]’ +dz’ +d]/ +yz’ Z yj' +dzl +d]/ =
yz+d]+d, = Cjj.

— Se i = j/ eqd 7é j, entao Cij! + Cit jt + Cirj = Yy + di’ + dj’ + Yy + di’ -+
dj+yi’ > yj/+dj/+dj :yl+dz+d] = C4j-

— Se g 7é j/ e 7:/ = j7 entao Cij =+ Cyrjr = dz + d]/ + Yi + di’ —+ d]/ + Yyt Z

di +yi +dy = d; +y;i + dj = ¢

Se 1 7é]/ [§] Z./ 7&]7 entao Cij’+ci’j :dz+dj/+yz+dll—f—d]+yzx Z

Para esta instancia, o algoritmo conecta a cidade 1 a instalacao 1, a
cidade 2 a instalacao 2, e assim sucessivamente até conectar a cidade k a
instalacdo k. Isso porque a restricao ZIZ:J. max(y; — d;,0) < f para todo
J € [k] garante que na j-ésima iteragao a cidade j se conecte com a instala-
¢ao j antes que as contribuicoes das cidades nao conectadas no inicio dessa
iteracao, ou [k] \ [j — 1], para a instalagdo k + 1 sejam suficientes para pa-
gar seu custo de abertura. O custo dessa solucao devolvida pelo algoritmo é
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lezl ca+2f:1 fi= Zle y; = 2k, pois (y,d, f) é solucdo 6tima de PLRRA(k).
Porém a solucao 6tima do MinMLI para essa instancia que construimos con-
siste em conectar todas as cidades a instalacao k£ + 1, e o custo dessa solucao
Otima é 2?21 Chrryj + frn = f+ 2?21 d; = 1, pela primeira restri¢do de
PLRRA(E).

Sendo assim o algoritmo devolve para esta instancia uma solucao cujo
valor ¢é 2z vezes o valor 6timo do problema para essa instancia. Como ha uma
tal instancia para cada valor de k, temos uma familia de instancias na qual o
algoritmo atinge uma razao que se aproxima arbitrariamente de sup;~; 2, 0
que mostra que a analise apresentada ¢ justa. -

Para determinar uma razao de aproximagao constante para o algoritmo
é necessario encontrar uma delimita¢ao superior para v = sup,s; 2x. Apenas
resolver o programa linear PLRRA(k) para algum valor especifico de k nio é
o bastante pois isso apensa reulta em uma delimitacao inferior para . Para
mostrar um limitante superior para v, Mahdian et al. |7] usaram o Teorema
Forte da Dualidade juntamente com um estudo experimental cuidadoso. Eles
conseguiram solugoes para o dual de cada PLRRA(k) com um valor bem pro-
ximo de . Especificamente, eles provaram o seguinte.

Lema 9: Para todo k > 1, 2, < 1,861.

Nao iremos demonstrar a veracidade do Lema 9. Essa demonstracao se
encontra no artigo de Mahdian et al. [7]. O que iremos fazer ¢ explicar as
ideias principais da estratégia utilizada pelos autores que permitiu a Mahdian
et al. encontrarem uma solucao quase 6tima do programa linear dual de cada
PLRRA(E), de valor ndo maior que 1,861.

A analise empirica de solugoes oOtimas do programa linear dual de
PLRRA(k), que chamaremos de DPLRRA(k), para pequenos valores de k per-
mitiu a Mahdian et al. deduzir uma solugdo de DPLRRA(k) para todo k > 1
com valor estritamente menor que 1,861. Pelo Teorema Forte da Dualidade,
os autores puderam concluir entao que o valor de z; é estritamente menor que
1,861 para todo k > 1, e consequentemente v = sup;~; 2 < 1,861, mostrando
que o algoritmo é uma 1,861-aproximagao para o MinMLI.

Os autores também conseguiram uma delimitacao inferior razoavel para
. Para isso, utilizaram o programa CPLEX para obter uma solugao 6tima de
PLRRA(k) para valores de k nao tao grandes a ponto de ser impraticavel cal-
cular essa solucao por causa do tempo necessario, e obtiveram que 2399 ~ 1,81.
Assim, puderam inferir que 1,81 < v = sup;>; 2 < 1,861.

J& mostramos que o algoritmo MINMLI-GULOSO2 garante uma razao
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de aproximacao estritamente menor que 1,861 para qualquer instancia do
MinMLI, ou seja, que

val(F) < Z y; < 1,861 - opt(1)
j€ln]

para qualquer instancia I. Agora, para uma instancia I = (m,n, f,c) especi-
fica, a partir do par (F,y) devolvido pelo algoritmo MINMLI-GULOSO2 para
I, podemos calcular

a(l) = _val(F) 1,861
2 jetn) Yi
e temos que
a(l) 1,861 - opt(1)
= . < R S S . .
wil(F) = 1551 ;} by < all) - == = all) - opt()
JjEIN

Ou seja, o valor de y permite deduzir uma garantia de aproximagao a(/)
possivelmente melhor para a instancia em questao.

6 Conclusao e resultados

O método dual-fitting é muito 1til para se determinar a razao de apro-
ximagao de alguns algoritmos de aproximacao para problemas de otimizagao
combinatoria. Nem sempre a andlise é simples. Vimos que principalmente a
analise do algoritmo para o MinMLI foi bem sofisticada, mas é importante res-
saltar que este ¢ um método bem definido. Se identificarmos as propriedades
necessarias no problema e no algoritmo, o dual-fitting é uma alternativa.

Algumas vezes, como no caso do algoritmo guloso apresentado para o
MinMLI, a anélise através do método dual-fitting fornece a razao de apro-
ximagao mais justa da literatura, o que mostra o seu grande potencial.

Um outro exemplo de aplicagao do método dual-fitting é apresentado por
Athanassopoulos et al. [1], onde este método é utilizado para analisar dois
algoritmos que sao modificacoes de algortimos gulosos para o Problema da
Cobertura Minima por k-Conjuntos (k-Set Cover Problem), que é uma variagao
do MinCC que mostramos neste trabalho. Essa aplicacao tem uma dificuldade
intermediaria entre os dois primeiros exemplos aqui apresentados e o dltimo.

Um outro trabalho interessante é o de Freund e Rawitz [5] que descreve um
método equivalente ao dual-fitting, porém com uma abordagem mais combi-
natoria, menos baseada em programacao linear. Esse artigo aborda anéalises de
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algoritmos para o MinCC, o MinMLI e um outro problema que nao foi visto

neste trabalho, que é chamado, no original, de Prize Collecting and Partial
Disk Cowver.
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7 Parte subjetiva

J& estudo o tema escolhido para essa monografia desde abril de 2009,
através de uma Iniciacao Cientifica sob orientacao da Profa. Dra. Cristina
Gomes Fernandes. Escolhemos o tema do método dual-fitting, pois eu tinha
interesse na area de Algoritmos de Aproximacao, apesar do meu contato com a
area ser recente quando fizemos essa escolha, e esse parecia ser um assunto bem
atual e desafiador. Esse tema ainda envolve diretamente programacao linear e
indiretamente muitos outros tépicos que gosto em Ciéncia da Computacao.

Inicialmente comecei a tentar entender de forma abstrata o método dual-
fitting, porém foi mais facil tentando entendé-lo junto da anélise do Problema
da Cobertura Minima por conjuntos no Capitulo 13 do livro de V. Vazirani
[8], que seria o exemplo mais simples que encontramos. Depois disso passamos
a procurar outras andlises mais complicadas.

7.1 Desafios e frustracoes

O assunto estudado se mostrou bem dificil, isso fez com que o ritmo de
producao da monografia parecesse baixo em alguns momentos, a despeito da
quantidade de trabalho empregada, e isso é um tanto frustrante. Grande parte
dessa dificuldade se deve a escolha da anélise do algoritmo para o caso métrico
do Problema da Localizacao de Instalacoes, o MinMLI. Mas por outro lado foi
muito proveitoso o desafio proporcionado por esse problema, aprendi bastante,
e aprendi a ter mais rigor em demonstracoes, e isso eu devo em grande parte
a minha orientadora. Um efeito colateral do alto nivel de dificuldade dessa
ultima andlise foi nao ter tido tempo de estudar mais analises ou tentar fazer
uma analise inédita na literatura que utilize o método dual-fitting, como havia
cogitado. Em suma, apesar da dificuldade do tema escolhido para a monogra-
fia, e em especial de certa analise escolhida também, acredito que os beneficios
provenientes desse desafio foram maiores que as frustragoes causadas.

Muito do tempo que dediquei ao trabalho foi em revisao de texto, na ver-
dade a maior parte do tempo, principalmente das demonstracoes dos lemas nas
analises. Além disso, algumas vezes, achamos conveniente modificar notacoes,
e isso acabou causando mais trabalho do que o esperado. Acredito que esse
tipo de trabalho é a parte mais importante de uma monografia teérica como a
minha, mas nao posso negar que de certa forma é frustrante ver que as vezes
o trabalho de dias nao aumenta em uma péagina a monografia.

Decidimos nao estudar um artigo que nos propusemos a estudar na pro-
posta, pois ele se tratava de mais uma variacao do Problema da Cobertura
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Minima por Conjuntos, e ja haviamos estudado dois problemas desse tipo, foi
entao que decidimos escolher o artigo com a analise de um algoritmo para o
MinMLI, que chamou muita atencao por ser um problema bem diferente do
que eu vinha estudando e pelo fato de nao termos encontrado na literatura
uma anélise melhor para esse algoritmo do que a que é fornecida nesse artigo
utilizando o método dual-fitting.

As referéncias estudadas se mostraram bem consistentes, ndo encontrei
eventuais erros de digitacao, ou qualquer tipo de problema por parte delas que
atrapalhasse significativamente o meu trabalho.

No livro de Vazirani, e principalmente no artigo de Mahdian et al., os
autores consideram muitas passagens como triviais e deixam a cargo do leitor,
parte importantissima da minha monografia foi mostrar que essas passagens
nao eram tao simples, pelo menos nao para um aluno de graduacao, e entao
tentar fazer a anilise de forma bem detalhada e mais compreensivel.

7.2 Disciplinas relevantes

Acredito que todas as disciplinas que cursei foram de alguma forma re-
levantes & minha formacao em Ciéncia da Computagao, e me fizeram melhor
em algum sentido, e isso se reflete em um trabalho como esse. Mas é inegavel
que algumas matérias tiveram maior importancia que outras para o desenvol-
vimento desse Trabalho de Conclusao de Curso. Comentarei um pouco sobre
a importancia de algumas delas.

e MACO0110 - Introdugao a Computagao

Por ser o meu primeiro contato direto com a computacao na graduacao,
acredito que essa disciplina tem uma importancia especial mesmo nao
possuindo uma relacao direta com a minha monografia. Isso porque ela
introduz uma forma de pensar que te permite um futuro aprofundamento
em varias areas da Ciéncia da Computacao.

e MATO0138 - Algebra I para Computacio
MAT0213 - Algebra II
MACO0436 - Topicos de Matematica Discreta

Essas disciplinas contribuiram no aprendizado de como fazer demons-
tracoes formais de teoremas, lemas e etc. De forma geral, promoveram
0 uso do raciocinio l6gico matematico e mostraram maneiras de expli-
citar ideias de forma coerente. Sem duvida, essas disciplinas tiveram,
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ainda que indiretamente, forte impacto no desenvolvimento de minha
monografia.

MACO0122 - Principios de Desenvolvimento de Algoritmos

Essa é¢ uma disciplina bem importante, pois é a primeira matéria no
curso com énfase em algoritmos, e me mostrou um caminho a seguir
em Ciéncia da Computacao. Foi nessa disciplina o meu primeiro contato
com andlise da complexidade de algoritmos, ainda que de forma um tanto
rudimentar se comparado ao que é feito em MACO0338, introduziu uma
nova preocupacao na hora de escrever codigos ou de aprender algum
algoritmo.

MACO0323 - Estruturas de Dados

Apesar da énfase dessa matéria serem as estruturas de dados, ela abrange
muito mais que isso. Para mim, foi como uma continuacao do que aprendi
em MACO0122 e me fez ter maior interesse na area de Combinatoria. Co-
nhecer o funcionamento de estruturas de dados pode se mostrar impor-
tante de varias formas, por exemplo permite fazer analises de complexi-
dade mais justas de alguns algoritmos, ou mais que isso, uma estrutura
pode ser a base da ideia por tras de um algoritmo, entre muitas outras
utilidades.

MACO0338 - Analise de Algoritmos

A anélise do tempo de execugao de um algoritmo, além de ser por si s6
importante nessa monografia, introduz conceitos de como analisar um
algoritmo que podem ser usados de forma andloga também em anélises
da razao de aproximacao de um algoritmo de aproximacao.

Nessa matéria tive o meu primeiro contato com Complexidade Compu-
tacional, uma &rea que despertou bastante o meu interesse e que esta
diretamente relacionada com este trabalho.
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MACO0328 - Algoritmos em Grafos
MACO0330 - Algoritmos Algébricos (Teoria dos Grafos)
MACO0325 - Otimizacao Combinatéria

Grafos sao estruturas importantissimas na modelagem e entendimento de
uma grande variedade de problemas, e os algoritmos que aprendemos em
MACO0328 e MAC0325 abordam problemas conhecidos em grafos com
diferentes estratégias, contribuindo muito com a nossa capacidade de
entender as particularidades dos grafos e atacar problemas relacionados
com diferentes ideias.

Nessa monografia, pude modelar um dos problemas, o MinMLI, utili-
zando a linguagem aprendida em Teoria dos Grafos, ainda que eu te-
nha omitido essa parte da monografia. Isso facilitou muito a criagao de
exemplos interessantes que me ajudaram a entender o funcionamento do
algoritmo proposto e criar a instancia que exemplifica um dos lemas.

MATO0139 - Algebra Linear para Computacio

A importancia desta matéria, no contexto deste trabalho, foi permitir
melhor entendimento do que foi exposto mais tarde na disciplina Pro-
gramacao Linear.

MACO0315 - Programacgao Linear

Uma das duas disciplina que considero mais importantes no desenvol-
vimento desse Trabalho de Conclusao de Curso. Isso porque o método
dual-fitting é totalmente dependente dos conceitos de programacao li-
near. Como o nome sugere, o método tem tudo a ver com o que chama-
mos de dualidade entre programas lineares, assim como com a interpreta-
¢ao de problemas de otimizagao como programas lineares inteiros. Essa
relagao pode ser melhor entendida através da leitura das duas primeiras
secoes da monografia.

Além do uso comum de programacao linear no dual-fitting, a andlise
do algoritmo para o MinMLI exigiu uma segunda parte, relacionada a
encontrar uma delimitacao superior para a razao de aproximacao, onde
os entendimentos obtidos em MACO0315 foram essenciais.

MACO0450 - Algoritmos de Aproximagao

Essa é a outra disciplina que considero de extrema importancia para
esse trabalho. Em primeiro lugar, ela é a que mais motivou a escolha
do tema. Além disso, os conhecimentos aprendidos em MAC0450 sao
aplicados diretamente durante toda a monografia.
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7.3 Trabalhos Futuros

O método dual-fitting pode ser extremamente eficaz, e ainda que seja ra-
zoavelmente recente, a literatura dispoe de varias analises que nao abordei em
minha monografia. Um caminho para continuar a desenvolver este trabalho é
estudar detalhadamente essas anélises.

Mais que isso, devido ao grande potencial do método, pode-se procurar
algoritmos que nunca foram analisados com o dual-fitting e fazé-lo, eventual-
mente conseguindo uma analise mais justa da razao de aproximacgao de algum
algoritmo do que a literatura dispoe até agora.

O que também pode ser feito é criar novos algoritmos de aproximacao para
algum problema de otimizacao, e tentar analisa-lo utilizando o dual-fitting.
Apesar do método nao ser tao simples como algumas outras andlises, pelo
menos ¢ um método bem definido, ou seja, um ponto de partida caso nao lhe
ocorra uma forma mais simples de fazer a analise.

Quanto aos algoritmos analisados nesse trabalho, ainda que tenhamos ten-
tado fazer a analise detalhada, sempre é possivel melhorar ou deixar de forma
um pouco mais clara e acessivel. Em especial, o fim da anélise do MinMLI
pode ser tratado mais explicitamente, ainda que fuja um pouco da parte fun-
damental do dual-fitting.
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