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1 Introducao

Em Inteligéncia Artificial, Processos de Decisao Markovianos (Markov De-
cision Processes - MDPs) sao utilizados para resolver problemas de planeja-
mento sob incerteza. A tarefa de planejamento pode ser definida como: dado
um conjunto de agoes, um estado inicial e um conjunto de estados meta, en-
contrar uma seqiiéncia de agoes que leve um agente do estado inicial a um
dos estados meta.

Planejamento sob incerteza é uma extensao do problema de planeja-
mento cldssico, em que as acoes podem ter efeitos incertos. Nesse caso, o
estado atual em que o agente se encontra e a escolha da agao a ser tomada
naquele momento, determinam a distribuicao de probabilidade do préximo
estado a ser visitado e o objetivo do planejador é criar uma politica, que ma-
peia estados em acoes e que maximize as chances de se chegar aos estados
finais a partir de um estado inicial.

1.1 Motivacao

Existem varias aplicacbes para o planejamento probabilistico modelados
como MDPs, entre elas:

escalonamento de elevadores;

planejamento de rotas de viagem;

automacao de processos de manufatura;

automatizacao de navegacao de avioes.



1.2 Objetivos do trabalho

Este trabalho tem como objetivo introduzir os conceitos e solucoes existentes
para o problema de MDP. Serao explicados e implementados (em Java) trés
algoritmos que resolvem o problema de MDP: iteracao por valor, Real-Time
Dynamic Programming e Labeled Real-Time Dynamic Programming. Além
disso, sera feita uma andlise comparativa entre os algoritmos acima, usando-
se um problema exemplo que serd explicado ao longo desta monografia.

2 Planejamento em Inteligéncia Artificial

Planejamento é o processo de escolher e organizar acoes através da an-
tecipacao de seus efeitos, tendo como objetivo satisfazer uma meta pré-
estabelecida [AIMA]. O processo de planejamento tem como entrada um
conjunto de estados, um conjunto de agoes e uma funcdo de transicao de
estados, que mapeiam para cada estado e agao, qual serd o proximo estado.
A solucao de um problema de planejamento é um plano, que é um conjunto
de agOes necessarias para desempenharmos alguma tarefa ou atingir algum
objetivo.

2.1 Planejamento Deterministico

Planejamento deterministico, também chamado de planejamento classico, é
o caso mais simples de planejamento. Chama-se deterministico pois nao ha
nenhuma incerteza envolvida sobre os efeitos das agoes, ou seja, o efeito de
uma ac¢ao serd sempre o mesmo. Mais precisamente, sempre que a acao a;
for executada no estado s;, chegaremos ao estado s;. Dado o estado inicial,
o conjunto de estados meta, o planejador deve devolver uma seqiiéncia de
acoes que leva o sistema do estado inicial até o estado final.

2.2 Planejamento sob incerteza

Planejamento sob incerteza é quando o efeito de uma acao pode nao ser sem-
pre o mesmo. Mais precisamente, quando a agdo a; for executada, existira
um conjunto de préximos estados possiveis. Este tipo de planejamento pode
ser subdividido em dois tipos de planejamento: o planejamento probabilistico
e o planejamento ndo-deterministico.

No planejamento probabilisitico, os efeitos de uma agao sao representa-
dos por uma matriz de probabilidade. Para cada acao, existe uma distri-
buicao de probabilidade dos efeitos da acao. Esta matriz de probabilidade,
dentre as varias possibilidades de préximo estado, define de forma quan-
titativa quais sao os estados com maior possibilidade de serem o préximo
estado. Este é o problema que sera tratado neste trabalho.



Existe também o planejamento nao probabilisitico, também chamado de
planejamento nao deterministico. Neste tipo de planejamento, ao contrario
do probabilistico, nao existe uma quantificacao das probabilidades. Sé sabe-
mos que a execugao de uma agao a em um estado s nos leva a um conjunto de
préximos estados possiveis. Esse tipo de incerteza, quando nao se conhece
as probabilidades, é também chamado de incerteza knightiana.

H&a também uma variacao do planejamento probabilistico, em que os dois
tipos de incerteza co-existam: oplanejamento com imprecisao na definigao
das probabilidades.

A solucédo para o problema de planejamento sob incerteza é uma politica
que mapeia estados em agoes. Assim, o agente deve, apds executar uma agao,
observar em que estado ele se encontra para poder entao poder identificar a
préxima agao indicada pela politica.

3 Planejamento probabilistico utilizando MDP

MDP [Boutilier] [Putterman|, do inglés Markov Decision Process, é um
modelo matematico que pode ser utilizado para resolver o problema de
planejamento probabilistico. Um MDP pode ser definido pela tupla <
S, A, P,R,C >, sendo:

e S, um conjunto de estados;

e A, um conjunto de acgoes;

e P: Ax S xS — [0,1] uma funcdo de transicao de estados, onde
P(a, s, s") é a probabilidade do agente ir do estado s € S para o estado
s’ € S apds a execugao da acao a € S

e R:S — R uma fungado de recompensa. R(s) é a recompensa obtida
se o sistema chegar ao estado s.

e C':S%xA— R, uma fungao do custo. C(s,a) é o custo de se executar
a acdo a € A no estado s € S.

3.1 Estados e transicao de estados

O estado nada mais é do que uma descricao do sistema num dado mo-
mento [Boutilier]. Um estado pode ser representado, por exemplo, através
de um conjunto de varidveis valoradas de estado (modelo fatorado). Pode-
se também definir MDPs simplesmente enumerando-se todos os estados
possiveis do sistema, sem explicitarmos os valores das varidveis de estado
(modelo enumerativo). Todos os algoritmos estudados neste trabalho, usam
o modelo enumerativo.



A soma das probabilidades de transicao de um dado estado, executando-
se uma dada acao, deve ser 1. Mais precisamente, seja S um espaco de
estados e A um espaco de acoes,

Vs € SVac A ) Pla,s,s)=1
s'eS

Note que a transicao de estados do planejamento classico também pode
ser representada usando-se esta funcdo. No entanto, para cada estado e
acao, apenas um dos estados tem probabilidade 1 e os outros 0.

Podemos representar (graficamente) um MDP através de grafos dirigi-
dos, um para cada agao. Cada grafo representa a transicao de estados para
uma dada agdo. Cada né do grafo é um estado e de cada estado saem arestas
para outros estados. Cada aresta tem um valor variando de 0 a 1, represen-
tando a probabilidade de sairmos do estado origem da aresta e chegarmos no
estado destino da aresta. A soma de todas as arestas saindo de um mesmo
no6 deve ser sempre 1.

3.2 Trajetéria e histéria do sistema

Os termos trajetoria e historia sao utilizados para descrever o comporta-
mento do sistema durante o momento de solucionar o problema [Boutilier].
A histéria completa de um sistema é a seqiiéncia de estados, agdes e ob-
servacoes de estados gerada desde o estado inicial até um certo instante de
tempo ¢ de interesse, podendo ser tanto finita, quanto infinita. Uma histéria
pode ser representada por:

(< 505007"40 >, < SlvOlaAl >0, < StaOtyAt >)

onde O; é dada pela funcao de observabilidade O : S — O;.

No caso de sistemas totalmente observaveis, O é a funcao identidade e
para descrever o historico é necessario apenas os estados em que o sistema
passou e as agoes tomadas, ou seja:

(< So, A0 >, < S1,A1>,...,< Si1, A1 >,5%)

3.2.1 Funcao de custo e recompensa

A funcgéo de custo, C' : S x A — R, indica o custo de aplicarmos a a¢ao a no
estado s. Nesse trabalho, custo é sempre maior ou igual a zero. [Boutilier]
A fungao recompensa R : S — R indica a recompensa de estar no estado
s. Nesse trabalho, as recompensas assumirao valores positivos.
Estas duas fungoes sao utilizadas para definirmos a fungao valor, que
sera definida na se¢ao a seguir.



3.3 Funcgao valor

Para que o agente consiga ver a qualidade das agoes tomadas, é necessaria
uma fungao valor V : H; — R [Boutilier] [Putterman]. O agente prefere a
histéria h ao invés de b’ se VI(h) < V(I').

Para o cédlculo da funcao de valor, é necessario explicitar um tempo T'
de duragao da simulacao, chamado de horizonte. Dado um horizonte T' (que
pode corresponder ao nimero de agoes de uma histéria), podemos calcular a
funcao valor utilizando as fungoes de custo e recompensa definidos na segao
anterior, da seguinte forma:

T—-1
V(h)={)_ C(st,ar) — R(ss)} — R(sr).
t=0
Podemos também calcular a funcao valor com um horizonte infinito
[Boutilier]:

o
V(h) =Y (+(C(st, ar)) — R(sy))
t=0

onde 7 é a taxa de desconto (0 <y < 1). Quanto menor o vy, menor sera
a importancia dos acontecimentos longe do inicio.

Se fizermos a soma de todos os custos e recompensas para todos os
estados da histéria hg, estaremos calculando uma funcao de valor time-
separable [Boutilier]. No entanto, pode existir a necessidade dos custos e
recompensas serem variaveis ao longo do tempo de execucao do sistema.
Isto pode ser contornado criando-se mais estados, um para cada periodo de
tempo.

3.4 Politica

Para se encontrar uma solucao para o problema de MDP é necessario achar
uma politica m : S — A [Boutilier], que define para cada estado qual deve
ser a melhor agdo a ser tomada. Os algoritmos apresentados a seguir rece-
bem como entrada um MDP e devolvem uma politica calculada a partir da
definicao da funcao valor.

4 Algoritmo de iteracao por valor: um método
para resolver um MDP

Resolver um MDP é o problema de encontrar uma politica 7 : § — A. Uma
politica étima 7* indica qual é a melhor acdo que o agente deve executar
em cada estado do MDP.

O algoritmo IV garante encontrar uma politica total 6tima usando pro-
gramacao dinamica. Para encontrarmos tal politica é preciso escolher agoes



que minimizem o valor da funcao de valor com o horizonte infinito. Isto é
calculado a partir da equagdo de Bellman [Bellman], dada por:

V(s) = Ergll{C(a, s)— R(s)+~ Z P(a,s,s"V(s')}
s'eS

A politica 6tima pode ser extraida pela equagao:

7 (s) = argmin{C(a, s) — R(s) + Z P(a,s,s"V(s')}

acA s'cs

Note que 7*(s) é igual a acdo que minimiza a equagao de bellman.

A idéia do algoritmo ¢ inicializar um vetor V'(s) com valores arbitrarios.
A cada iteragao, usa-se a equacao de Bellman para atualizacdo dos valores
de V(s) para todo s € S e calcula-se o valor do residual, que é a diferenca
entre os valores de V() antes e depois da iteragao.

Se o valor do residual for menor do que ¢, um valor muito pequeno
conhecido a priori, o algoritmo termina, obtendo assim a politica 6tima.
Caso contrério, o algoritmo executa novamente a iteragao.

Segue abaixo o pseudo-cédigo do algoritmo de iteracao por valor.

ITERACAOPORVALOR(S, A, P, R,C,~,¢)

1 Inicializa um vetor V(s) com valores arbitrarios.
2 n<0
3 while s € S tal que Residual(s) > €
4 do
5 > Calcula valores de V(s) para todo estado s.
6 for all s € S
7 do
8 temp «— minge4{C(a,s) — R(s) + 7> ycg Pla,s,s)V(s)}
9 Residual(s) = |V (s) — temp|
10 V(s) « temp
11 7(s) «— argmin,e 4{C(a,s) — R(s) + 7> yecg Pla,s,s)V(s')}
12 n+—n-+1
13 returnnw

5 SSP: Caminho Estocastico Minimo

Quando se deseja resolver problemas de planejamento em Inteligéncia Arti-
ficial, deve se considerar algumas informacoes adicionais:

e sg, estado inicial.

e So C S, conjunto dos estados meta.



Assim, um problema de planejamento probabilistico pode ser naturalmente
descrito como um problema de SSP [?] [Putterman|. O SSP (do inglés
Shortest Stochastic Path) é um sub-problema do problema de MDP em que,
além das definicoes do MDP, é necessario definir o estado inicial sy e o
conjunto dos estados meta Sg e para o qual se procura uma politica parcial
otima.

6 Algoritmos para resolvermos um SSP

6.1 O algoritmo RTDP

O algoritmo RTDP (Real-Time Dynamic Programming) resolve o problema
de SSP, devolvendo uma politica parcial [RTDP]. O algoritmo inicializa os
valores de V(s) como no algoritmo de iteragao por valor. A cada iteracao,
o algoritmo recalcula o valor de V(s) apenas para o estado atual usando
a equacao de Bellman. Apds esta etapa, o algoritmo faz com que o agente
execute (através de uma simulac¢ao) a melhor agao dada pela politica parcial
construida até o momento e atualiza o estado atual. O algoritmo termina
quando alcancamos algum dos estados meta em Sg. Como o critério de
parada do algoritmo é a chegada do agente até algum dos estados meta, este
algoritmo nao garante devolver uma politica 6tima. Além disso, o fato do
algoritmo atualizar o valor de V(s) apenas para os estados s visitados pela
simulagao, o nimero de atualizagdes de V(s) é menor do que o calculado
pelo algoritmo de iteragao por valor. Assim, ha estados para os quais nunca
se calcula o V(s).
Segue abaixo o pseudo-cédigo do RTDP:

RTDP(S, A, P, R, C, s0, S¢)

1 Inicializa um vetor V(s) com valores arbitrarios.

2 s+ 59

3 while s ¢ Sg

4 do

5 V(s) < mingea{C(a,s) — R(s) + > ycg Pla,s, s )V(s)}

6 7(s) — argmin,c 4 {C(a,s) — R(s) + >y Pla,s,s)V(s)}
7 $ «— EXECUTEACTION(7(s))

Onde EXECUTEACTION(7(s)) é uma funcdo que faz a simulagao da
execugao da agao 7(s) no estado atual do sistema e devolve qual é o préximo
estado. Esta simulac¢@o pode ser feita criando-se parti¢oes no intervalo [0, 1]
a partir das probabilidades definidas pela funcao de transicdo. Ao se gerar
um namero aleatério, basta descobrir a qual intervalo este nimero pertence
para sabermos qual sera o préximo estado.

No algoritmo RTDP, podemos observar uma melhoria de desempenho
pois sé atualizamos os estados relevantes, ou seja, aqueles que sao mais



visitados. Uma das desvantagens do RTDP é que ele nao calcula uma politica
Otima pois o algoritmo para quando chegamos em um estado final.

6.2 O algoritmo LRTDP

Um dos problemas do algoritmo RTDP é que os estados s6 sao atualizados
de acordo com a simulacao, ou seja, quanto maior a probabilidade de irmos
para um estado s, mais vezes iremos recalcular o valor de V' (s). Além disso,
o algoritmo RTDP nao devolve uma politica 6tima.

O algoritmo LRTDP [Geffner|, Labeled Real-Time Dynamic Program-
ming, introduz uma heuristica ao algoritmo RTDP e devolve uma politica
parcial étima, ou seja, devolve uma politica étima somente para os estados
relevantes para chegarmos desde o estado inicial até algum dos estados meta.

Esta heuristica é chamada de Labeling procedure [Geffner|, e é feita
usando-se 0 método CHECKSOLVED() [Geffner|, cujo pseudo-cédigo é dado
a seguir.



checkSolved(s, €)

1 rv« TRUE
2 open < CRIAPILHAVAZIA()
3 closed < CRIAPILHAVAZIA()
4
5 if s.SOLVED = FALSE
6 then open.EMPILHA(S)
7
8 while open # PilhaVazia
9 do s < OPEN.DESEMPILHA()
10 closed. EMPILHA(S)
11 > Checa o Residual...
12 if Residual(s) > €
13 then rv < FALSE
14 continue;
15
16 > expande o estado..
17 a «— 7(s)
18 for each s’ tal que P(a,s,s’) >0
19 do if .SOLVED = FALSE and s ¢ open U closed
20 do open.empilha(s’)
21
22 if rv = TRUE
23 then for each s’ € closed
24 do s'.SOLVED « TRUE
25 else
26 do while closed # PilhaVazia
27 do s < CLOSED.DESEMPILHA ()

28 S.UPDATE( )
29 return rv

O método CHECKSOLVED(S, €) faz uma busca em largura a partir do
estado s procurando por algum estado que tenha o residual maior do que
€. Quando ele acha um estado com tal condi¢do, 0 CHECKSOLVED(S, ¢€)
devolve falso e recalcula o valor de V(s) para todos os estados que foram
visitados durante a busca em largura. Dado um estado s, os seus filhos sao
todos os estados s’ tais que P,(s|s) > 0, onde a é a agao dada pela politica
no momento da busca.

O método CHECKSOLVED(S, €) devolve verdadeiro se e somente se para
todos os estados s’ alcangdveis por s, Residual(s’) < e. E possivel provar
que usando o algoritmo abaixo, resolvemos o problema de MDP [Gefner].

1 while sg.SOLV ED = FALSE
2 do CHECKSOLVED(sg, €)



No entanto, neste algoritmo, nao ha a tentativa de fazer CHECKSOLVED( s,
€) para s’ # sg. Além disso, sabemos que o estado sy costuma ser o tltimo
estado a convergir. Os estados mais préximos aos estados meta sao aqueles
que tém maior probabilidade de convergir mais rapidamente.

Portanto, o algoritmo LRTDP funciona da seguinte maneira, um pouco
diferente do algoritmo acima:

LRTDP ()

> Calcula V(s) uma vez para todos os estados.
for each s € S
do Update(s);

S < S0
while s.SOLV ED = FALSE
do LRTDPTrial(s, €)

N O U W N

LRTDPTrial(s, €)

1 wisited < CRIAPILHAVAZIA
2 while s.SOLVED = FALSE

3 do visited. EMPILHA(S)

4

5) if s € Sg

6 then break;

7

8 a «— 7(s)

9 S.UPDATE();
10 s «— EXECUTEACTION(7(s))
11
12 while visited # PILHAVAZIA
13 do s < visited. DESEMPILHA();
14 if CHECKSOLVED(s, €)
15 then break;

O algoritmo basicamente calcula em um primeiro momento o valor de
V(s) uma tnica vez para todos os estados. Apds esta etapa, ele chama a
funcao LRTDPTRIAL até que o estado inicial seja resolvido.

No LRTDPTRIAL, inicialmente usa-se o mesmo método do RTDP até
que um estado que ja tenha convergido (residual menor do que €) seja en-
contrado ou quando a simulagao atinge um estado final. Todos os estados
visitados durante este processo sao colocados em uma pilha, na medida em
que vao sendo visitados.

Quando um estado que converge é encontrado ou quando a simulacao
chega em algum estado meta, percorremos esta lista na ordem inversa em
que seus elementos foram adicionados. Para cada elemento desta lista, é
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feito um CHECKSOLVED(S, €). Se o checkSolved devolver verdadeiro, ele
pega o préximo elemento da lista. Caso contréario, o método LRTDPTRIAL
termina.

O algoritmo s6 termina quando o CHECKSOLVED(sq, €) devolver ver-
dadeiro, ou seja, quando todos os estados atingiveis do estado sy tenham
convergido. Assim, podemos garantir que o algoritmo calcula uma politica
otima para os estados atingiveis pelo estado inicial sg.

Este algoritmo faz a seguinte suposi¢do: Todos os estados meta sao
atingiveis a partir de todos os estados, caso contrario, ele falha.

Os resultados da implementacao do LRTDP feita nesse trabalho podem
ser vistas na secao 8.

7 Exemplo: o robo entregador de cartas

Esta secao tem como objetivo mostrar um exemplo de um problema de pla-
nejamento probabilistico que serd utilizado para comparacao dos algoritmos
implementados.

Considere um robo que faz a entrega de cartas em um andar de escritérios
dividido em trés salas: a sala do chefe, do funciondrio e da secretaria. O
robo deve decidir, em um dado instante, para quem deve entregar a carta.

O rob6 nem sempre consegue obter sucesso na entrega das cartas, pois
existe a possibilidade do destinatdrio nao estar presente na sala quando o
robo tenta fazer uma entrega. Sejam p, q e r, respectivamente, as probabi-
lidades de encontrarmos a secretaria, o funcionario ou o chefe em sua sala
em um dado momento.

H&a também prioridades diferentes. E muito mais importante entregar a
carta ao chefe do que entregar a carta para a secretdria.

O estado pode ser definido usando trés varidveis booleanas, uma para
cada destinatario, indicando se o rob6 entregou ou nao a carta para o respec-
tivo destinatdrio. Sao eles HDO (Have Delivered 0), HD1 (Have Delivered 1)
e HD2 (Have Delivered 2), sendo o destinatério 0 a secretdaria, 1 o funcionério
e 2 o chefe.

O custo da acao é definido pelo custo de energia gasta pelo robo para
entregar a carta (que é a mesma para todos os destinatdrios). A recompensa
¢é definida de acordo com a prioridade de entrega.

As acbes que o robd pode executar sao:

e dO entregar carta para a secretaria.
e d1 - entregar carta para o funcionario.

e d2 - entregar carta para o chefe.
Probabilidades:

e p = prob. de encontrarmos a secretdria em sua sala = 0,9

11



Sala 99 Sa}a ?O. Sala do Chefe
Secretdria |JFunciondrio

@

Figura 1: O rob6 deve decidir para quem ele deve entregar a carta.

e g = prob. de encontrarmos o funcionario em sua sala = 0,7
e r = prob. de encontrarmos o chefe em sua sala = 0,5

A figura 2 ilustra, através de um grafo, a matriz de transicao de estados.
Uma aresta com rétulo d0/p, indo de um estado s para s', significa que a
probabilidade de irmos do estado s para o estado s’ aplicando a acao d0 é
p-

A recompensa é calculada da seguinte maneira:

R(s)=HDOx1+ HD1%x2+ HD2x4

onde HDO = 1 se a varidvel booleana HDO for verdade, e HDO = 0 se
HDO for falso.

Por exemplo, o estado s1, em que apenas a varidvel HDO é verdade, tem
a recompensa igual a 1. Assim, a matriz de recompensa ¢é definida conforme
a tabela 1.

Estado SO [ sl |s2 |83 |s4]|sd|s6|s7
Recompensa | O | 1 | 2 | 4|3 |5 |6 |7

Tabela 1: Recompensa do problema do Robo
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d2/1-r d2/1-r
dl1/1 di/1
do/1-p do/1

|4

d2/1-r

Figura 2: Grafo de transi¢do do problema do rob6 que representa a matriz
de probabilidade
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O custo de todas as acoes é igual a 10.

Podemos descrever facilmente a melhor politica para este problema. Se
o estado inicial for aquele em que nenhuma carta ainda foi entregue, o robo
deve entregar a carta para o chefe, uma vez que essa é a agdo com maior
prioridade. Quando a carta do chefe ja foi entregue, o robo deve entregar a
carta para o funcionario. O robo6 deverd entregar a carta para a secretaria
apenas quando as cartas do chefe e do funciondrio forem entregues. Além
disso, o robo deve levar em consideracao as probabilidades dos destinatérios
estarem em suas respectivas salas. Dependendo dessas probabilidades o
robo pode decidir violar as prioridades de entrega para conseguir realizar
seus objetivos de forma mais eficiente. Por exemplo, o robd entregaria a
carta primeiro para a secretaria caso a probabilidade dela estar na sala fosse
1 e a do chefe for 0.1. Para as probabilidades definidas nesta secao, para
cada estado definido, a melhor acao é entregar a carta para o destinatario
com maior prioridade que ainda nao recebeu a carta. Essas probabilidades
foram escolhidas de forma a permitir uma andlise comparativa entre os algo-
ritmos implementados que salientassem as principais caracteristicas de cada
estratégia.

8 Anadlise comparativa

Para analisar os algoritmos estudados neste trabalho, resolvemos o MDP
modelado para o problema do rob6 entregador de cartas usando os trés al-
goritmos: IV, RTDP e LRTDP. Na tabela 2 mostramos as politicas obtidas.

Politica IV Politica RTDP Politica LRTDP
Estado | Agao Estado | Agao Estado | Acao
s0 d2 sO do sO d2
sl d2 sl dl sl do
s2 d2 s2 null s2 do
s3 dl s3 null s3 d1
s4 d2 s4 d2 s4 d2
sb dl sb null sb d1
s6 do s6 null s6 do
s7 do ST null ST do

Tabela 2: Politicas geradas pelos algoritmos implementados para o problema
do robd6 entregador de cartas.

A primeira andlise serd sobre o nimero de vezes que cada estado foi atua-

lizado. A segunda analise serd sobre a relacao entre o nimero de atualizagoes
com a qualidade das solucoes.
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8.1 Numero de atualizagoes

Nesta sec@o serd analisado o ntmero de atualizagbes de V(s) (isto é, o
numero de vezes em que V (s) é calculado para o estado s) realizadas pelos
algoritmos IV, RTDP e LRTDP. A tabela 3 mostra os resultados obtidos:

Estado | IV | RTDP | LRTDP

sO 12 1 62

sl 12 2 1

s2 12 0 1

s3 12 0 16

s4 12 2 1

sb 12 0 1

s6 12 0

s7 12 0 1
Totais | 96 ) 90

Tabela 3: Comparacao do nimero de atualizagoes de V' (s) entre os algorit-
mos IV, RTDP e LRTDP.

E possivel observar que o algoritmo que faz menos atualizacoes é o RTDP.
Isto ocorre pois o algoritmo RTDP atualiza apenas os estados alcancados
pela simulacdo. Além disso, o algoritmo termina quando o sistema chega a
um dos estados meta, ao contrario dos dois outros algoritmos que checam o
valor do residual.

Ja o algoritmo de IV faz o maior nimero de atualizagbes. Isto ocorre
devido ao fato do IV calcular, a cada iteracao, os valores de V' (s) para todos
os estados, terminando apenas quando o valor do residual for menor do que
€ para todo s € S. Por isso, o nimero de atualizacoes é o mesmo em todos
os estados.

O numero de atualizagoes feitas pelo algoritmo LRTDP esta entre os de
IV e RTDP. No entanto, podemos observar que ha alguns estados com apenas
uma atualizagao, feita na hora de inicializarmos o algoritmo do LRTDP.

8.2 Numero de atualizacoes versus Qualidade

Pudemos observar que o algoritmo RTDP fez o menor ntimero de atua-
lizagoes nos valores de V(s). No entanto, a qualidade da politica gerada é
muito pior do que as politicas geradas pelo IV e LRTDP. O algoritmo RTDP
nao garante que os valores de V (s) tenham convergido, gerando apenas uma
politica parcial que nao é étima.

O algoritmo IV calcula uma politica total étima, sendo ele o algoritmo
que devolve politicas com a melhor qualidade. No entanto, tem o pior de-
sempenho, pois é o algoritmo que faz o maior nimero de atualizacoes.
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No caso do LRTDP, o algoritmo calcula a politica étima apenas para
os estados que fazem parte de um caminho possivel do estado inicial para
algum estado meta. Isto pode ser observado comparando a politica gerada
pelo LRTDP e o IV. Note que a politica gerada pelo LRTDP ¢ igual a
gerada pelo IV (tabela 2) nos estados em que o numero de atualizagoes
é maior do que 1 (tabela 3). Os estados que sé foram atualizados uma
Unica vez, sao os estados que foram atualizados apenas na inicializacao do
LRTDP, em que é necessario calcular em uma tnica iteragdo o valor de
V(s) para todo estado s € S. Portanto, os estados com apenas uma tnica
atualizacao foram desconsiderados pelo algoritmo, ou seja, nao fazem parte
de um caminho possivel do estado inicial para o estado meta. Assim, o
algoritmo LRTDP calcula a politica 6tima para os estados com nimero de
atualizagoes maior do que 1. No problema de planejamento para o rob6 en-
tregador de cartas, definimos probabilidades e recompensas de forma que a
politica étima estabelece uma ordem entre as agoes, fazendo com que alguns
estados nao sejam alcancados pela politica étima parcial. Por exemplo, os
estados {sl,s2, s4, s5, s7}, nao fazem parte da politica 6tima parcial caclu-
lada pelo LRTDP. De fato, ao executarmos a politica étima total calculada
pelo IV, a partir do estado s0, os estados {sl,s2, s4,s5,s7} nunca serdo
alcancados.

9 Conclusao

Solugoes classicas de planejamento probabilistico usando MDPs geram politicas
totais, isto é, mapeiam acoes para todo estado do MDP e possuem comple-
xidade O(|S|?|A]) [Papadimitriou].

Para problemas de planejamento, em que sao dados o estado inicial e
o estado meta, o problema do MDP se reduz a um problema do tipo SSP,
isto é, o problema de se encontrar o caminho estocastico minimo. Dado um
SSP, estamos interessados em achar uma politica que leve o agente do estado
inicial até algum estado meta. Assim, é necessédrio apenas calcular a politica
Otima para os estados relevantes ao problema dado de planejamento, ou seja,
estados que fazem parte de um caminho estocastico possivel, do estado inicial
até algum estado meta.

Em geral, essa é uma caracteristica fundamental dos dominios de pro-
blemas de planejamento com espaco de estados e acOes finita mas muito
grande. Na grande maioria dos problemas a solucao desejada é uma politica
parcial.

O interesse desse trabalho foi o de mostrar como podemos encontrar
politicas para problemas de planejamento baseados em MDPs evitando calculos
desnecessarios, isto é, devolvendo uma politica parcial étima. Para isso, foi
feita uma andlise comparativa entre trés algoritmos: o IV, RTDP e LRTDP.

O primeiro resolve um problema de MDP, enquanto os outros dois um pro-
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blema de SSP.

O algoritmo RTDP calcula de uma maneira rapida uma politica parcial.
No entanto, esta solucao nao é otima, pois este algoritmo nao garante a
convergéncia dos valores de V (s).

Com a implementacao do algoritmo LRTDP, pudemos observar para o
exemplo do robo, que o algoritmo devolve a politica 6tima apenas para os
estados relevantes, obtendo assim uma politica parcial 6tima.
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10 Parte subjetiva sobre a realizacao do trabalho

10.1 Desafios e frustragoes

Um dos maiores desafios encontrados foi a falta de tempo disponivel para
elaborar este trabalho. Neste tultimo ano, tive que conciliar os estudos com
o estagio. Houve momentos em que tive que dedicar muito tempo para o
estagio, e conseqiientemente o tempo dedicado ao trabalho foi comprome-
tida.

Apesar da teoria de MDPs ser conhecida desde a década de 60 e ter sido
usada pela engenharia para modelar processos estocasticos, tive dificuldade
também em encontrar uma aplicagao real para o problema de planejamento
baseado em MDPs.

10.2 Disciplinas cursadas no BCC mais relevantes para o
trabalho

Segue abaixo a lista de disciplinas que me ajudaram muito para fazer esta
monografia:

e MACO0122 - Principios de Desenvolvimento de Algoritmos
e MACO0338 - Analise de Algoritmos

— Estas duas disciplinas foram a base para que eu pudesse entender,
analisar e implementar algoritmos.

e MACO0425 - Inteligéncia Artificial

— Esta foi a disciplina com a qual tive o primeiro contato a res-
peito de Inteligéncia Artificial e o problema de planejamento em
TA. Foi também quando conheci a Leliane, a orientadora desta
monografia.

e MAEO0228 - Nocgoes de Probabilidade e Processos Estocasticos
— Nesta disciplina, me familiarizei com cadeias de Markov, o que
ajudou muito para o entendimento de MDPs.
10.3 Disciplinas cursadas no BCC que considero importantes
para minha formacao

Segue abaixo a lista de disciplinas que nao me ajudaram diretamente para
a elaboracao desta monografia mas que contribuiram muito para a minha
formacao.

e MACO0424 - O computador na sociedade e empresa
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— Esta é uma disciplina muito diferente das outras matérias do IME,
que sao puramente técnicas. O objetivo da disciplina é mostrar
as consequiéncias sociais do uso de computadores.

e MATO0213 - Algebra II

— Considero esta disciplina muito importante para a minha formagao
pois faz com que os alunos tenham uma maior capacidade de abs-
tracao matemadtica, com a generalizagao de intmeros conceitos
matematicos.

e EADO0630 - Matematica aplicada a Financas

— Esta disciplina foi muito interessante pois pude observar como a
matematica é aplicada na area de finangas. Embora a parte ma-
tematica seja bem simples, aprendi muitos conceitos relacionados
a finangas e economia.
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